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摘要：精准的电力负荷预测对低压台区运维至关重要。为提升台区电力负荷预测精度，提出一种纵横交叉算法

(crisscross optimization algorithm, CSO)优化卷积注意力机制(convolutional block attention module, CBAM)和时序卷

积神经网络(temporal convolutional network, TCN)的低压台区电力负荷预测模型。首先，建立以时序卷积神经网络

为基础的预测模型，提取电力负荷输入序列隐含的时间规律。其次，在模型输入侧引入 CBAM 模块，通过在通道和

空间上与模型输入进行加权，提高模型对关键特征的敏感性。最后，为解决模型参数易陷入局部最优、模型泛化

性不高的问题，提出使用 CSO 对 CBAM-TCN 的全连接层进行二次优化。以广东省某地两个典型低压台区实测电

力负荷数据集进行仿真建模，结果表明所提组合预测方法性能优于其他对比模型，并对其有效性进行了验证。 
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Low-voltage distribution area load forecasting based on temporal convolutional network 
and crisscross optimization algorithm 
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Abstract: Accurate power load forecasting is crucial for the operation and maintenance of low-voltage distribution areas. 

To improve the accuracy of power load forecasting, this paper proposes a low-voltage load forecasting model that 

integrates a crisscross optimization algorithm (CSO) with a convolutional block attention module (CBAM) and a temporal 

convolutional network (TCN). First, a forecasting model is established based on TCN to extract the implicit temporal 

patterns of the input sequence of power loads. Second, a CBAM module is introduced at the model input side to apply 

channel-wise and spatial-wise weighting, thereby enhancing the model’s sensitivity to key features. Finally, to address 

issues such as local optima and limited generalization, the CSO algorithm is proposed to perform secondary optimization 

on the fully connected layer of the CBAM-TCN model. Using real power load datasets from two typical low-voltage 

substations in Guangdong province for simulation and modelling, the results show that the proposed hybrid forecasting 

method outperforms other comparative models and effectively validates its superiority. 
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0  引言 

配变台区处于电网末端，其故障大多是因为负 
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荷过大，引起局部过热导致保险片熔断、接线柱头

烧毁等，台区故障将直接影响该区域范围内的居民

用电，造成停工停产，对经济造成一定损失，供电

单位会受到用电客户的投诉[1]。当前对于台区故障

的处理往往处于被动状态，无法及时预知台区面临

的重过载风险。因此通过台区负荷进行提前预测，

有利于供电单位及时掌握台区运行态势，对后续指
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导改善台区的供电稳定性、提高供电质量显得尤为

重要。 
电力负荷预测依赖于数据驱动，通过海量的电

力负荷数据与相关的特征因素进行建模，负荷预测技

术大致分为传统方法与机器学习方法[2-5]。传统方法

基本建立在统计学的基础上，存在预测精度受数据质

量影响大、非线性拟合能力差的弊端。早期机器学习

模型多为浅层结构，如文献[6]提出一种考虑实时电

价为特征因素的支持向量机(support vector machine, 
SVM)电力负荷预测模型；文献[7]提出基于改进决

策树的短期电力负荷预测模型，但模型结构相对简

单，预测效果受超参数影响大，容易发生过拟合现

象。相对于浅层模型，深度机器学习模型拥有更强

大的特征表达能力、泛化能力和大数据处理能力，

如文献[8]使用卷积神经网络(convolutional neural 
network, CNN)挖掘学习多尺度分量特征，实现用户

级超短期负荷预测；文献[9]基于多任务学习实现综

合能源系统负荷短期预测，但尚未充分利用特征

之间的时序关系，模型对特征因素的敏感度一致。 
电力负荷数据属于时间序列数据，预测模型

若能学习到时序上的隐藏关系，将会提升负荷的

预测精度。且神经网络模型常采用梯度下降法更

新网络权值[10-11]，同时模型输入的特征因素过多，

网络对于特征因素的关注程度是一样的，如何减

轻冗余特征对于电力负荷预测结果的影响，需要

进一步研究[12-13]。 
针对上述问题，本文构建了一种纵横交叉算法

(crisscross optimization algorithm, CSO)优化卷积注意

力模块(convolutional block attention module, CBAM)
和时序卷积神经网络(temporal convolutional network, 
TCN)的台区电力负荷预测模型。为解决常规预测模

型对电力负荷和特征因素时序规律敏感性不高的问

题，采用 TCN 获取时间序列深层隐含关系；赋予特

征因素不同的关注度，降低冗余因素影响，设计了

独特的动态特征加权 CBAM-TCN 电力负荷预测模

型；针对神经网络模型采用梯度下降法训练后，模

型参数易陷入局部最优、模型泛化性不高的问题，

提出使用 CSO 算法对 CBAM-TCN的全连接层进行

二次优化，以此获得较高的电力负荷预测精度。实

验结果表明，本文所提 CSO-CBAM-TCN 的预测精

度高于其他模型。 

1   基于 CBAM 的 TCN 预测模型 

1.1 TCN 

对于电力负荷预测任务，研究者常使用循环神

经网络[14-15]、长短时记忆网络[16-18]等捕捉负荷、温

度等数据的时间规律特性，但是这些网络结构的运

算机制较为复杂，网络训练时间长，若输入样本的

维度较大，网络的预测效果并不佳，甚至在处理长

时间序列时会出现梯度爆炸或消失的风险。TCN 融

入了一维卷积、因果卷积和扩张卷积，并在网络结

构里加入了残差连接，是一种善于处理时间序列

的网络，因此本文将该网络应用于台区电力负荷预

测领域。 
1) 因果卷积与扩张卷积 
因果卷积由一系列的一维卷积堆叠而成，其结

构如图 1 所示，可以明显地看出，当前时刻的输出

和历史输入密切相关[19]，例如 t时刻的输出 ty 仅和

当前时刻以及上一时刻的两个输入做卷积运算， ty

和历史信息{ 3tx  , 2tx  , 1tx  , tx }相关。 

 

图 1 因果卷积结构图 

Fig. 1 Structure of causal convolution 

然而因果卷积在处理长时间序列时，不得不增

加隐含层的数量或者增大卷积核的大小，这将使得

网络结构变得复杂，因此因果卷积存在感受野过小

的缺陷。 

TCN 在网络结构中加入了扩张卷积，其优势在

于：在隐含层数、卷积核大小相同的时候，扩张卷

积可以获取更大的感受野，有利于解决电力负荷长

时间序列预测问题[20]。扩张卷积的结构如图 2 所示。 

 

图 2 扩张卷积结构图 

Fig. 2 Structure of extended convolution 
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假设图 2 结构的扩张系数 1 2[1,2 ,2 ]d  ，卷积核

的大小为 2，对比图 1 的因果卷积，扩张卷积的 ty 和

历史信息 7 6 1{ , , , , }t t t tx x x x   紧密联系，感受野要

更大。 
假设网络的输入为 x，f为卷积核，则扩张卷积

的计算公式为 
1

0

( ) ( )
k

s d i
i

F s f i x


 


            (1) 

式中： ( )F s 表示扩张卷积第 s 个神经元的输出；k

为卷积核的大小；扩张系数 2id  ，i为网络层数。 
从式(1)可以看出，s d i  反映了神经元输出只

对历史输入做卷积运算。通过调节 k和 d的大小实

现对感受野的控制，在增大这两个参数的情况下，

网络输出受历史信息的影响更为长久。 
2) 残差结构 
由扩张卷积理论，增大网络层数(扩张系数)可

以增大网络的感受野，但网络层数过多容易发生梯

度爆炸或者梯度消失的问题，造成网络崩溃，网络

学习能力反而下降。残差块很好地解决了因网络层

数增多引起网络退化的问题[21]，残差块在输出和输

入之间引入了捷径，这使得低层能够较为简单地接

收到高层传递过来的梯度，从而避免出现梯度爆炸

或梯度消失的问题。 
一维残差块如图 3 所示。假设残差块的输入为

a，经过卷积后的输出为 A(a)，残差块内部加入了

权值归一化、ReLU 激活函数和 Dropout 随机失活

率，其中权值归一化用于限制权值范围，加速网络 

 
图 3 一维残差块 

Fig. 3 One-dimensional residual block 

收敛速度；ReLU 促使网络高效的梯度下降和反向

传播；Dropout 减少了神经元之间复杂的共适应关

系，使网络结构变简单，防止训练过程中出现过拟

合现象。残差块输出 O的计算公式为 
( ( ))O a A a               (2) 

式中： 为激活函数，一般选择 ReLU 函数。 
1.2 CBAM 

注意力机制的权重系数通常由神经网络生成，

CBAM 则是依赖于卷积神经网络，是一种两维度

注意力机制结构，分别为通道注意力和空间注意

力[22-23]。CBAM 是一种轻量化的注意力机制模块，

模块参数少，加入 CBAM 并不会给整个网络带来过

大负担，却可以提升整个模型的预测精度。CBAM
的结构如图 4 所示，可以看出：相比空间注意力，

通道注意力的顺序通常在前，原始特征图经过通道

注意力形成权重系数矩阵，再与原始特征图做乘积，

空间注意力模块类似。 

 
图 4 CBAM 结构图 

Fig. 4 Structure of CBAM 

假设某一层特征图 C H W RN ，则通道注意力
1 1C

u
 RM ，空间注意力 1 H W

v
 RM ，C、H和W

分别表示特征图的通道数、高度和宽度。 
( )u

  N M N N            (3) 

( )v
   N M N N            (4) 

式中： N 为通道注意力模块和 N的元素的乘积结

果；为矩阵元素张量积； N 为空间注意力模块

和 N 的乘积结果。 
通道注意力模块具体结构如图 5 所示，为了有效

提取通道上的有效信息，首先采用最大值池化和平

均值池化并行的方式压缩得到两个局部特征图；然

后在其后接入一个共享权重的多层感知机，进行非

线性映射；最后需要对非线性映射的特征图信息做

加法，再经 Sigmoid 函数映射到[1,1]，就可以得到

通道注意力权重矩阵 ( )uM F ，过程可以表达为 

( ) (MLP(Maxpool( )) MLP(Avgpool( )))u  M N N N  

(5) 
式中： 为 Sigmoid 函数；MLP( ) 表示多层感知机

映射； Maxpool( ) 和 Avgpool( ) 分别表示最大值池

化和平均值池化操作。 
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图 5 通道注意力模块结构图 

Fig. 5 Structure diagram of channel attention module 

空间注意力模块的具体结构如图 6 所示，空间

注意力模块可获取输入特征图不同位置信息，首先

对输入特征图在通道上进行最大值池化和平均值池

化操作，得到两个维度一致的特征图；然后将这两

个特征图在通道上进行合并得到特征图 F；最后利

用1 1 的卷积核做卷积操作，再经过 Sigmoid 函数

输出后，即得到空间注意力权重矩阵。过程可以表

达为 
( ) (Conv(Maxpool( );Avgpool( )))v M F N N  (6) 

式中： ( )vM F 表示空间注意力权重矩阵；Conv( ) 表
示卷积操作。 

 

图 6 空间注意力模块结构图 

Fig. 6 Structure diagram of spatial attention module 

2   基于模型参数优化的预测模型 

2.1 CSO 

CSO 启发于“中庸思想”和遗传算法的基因交叉

机制，是一种性能优异的群智能元启发式算法[24-26]。

CSO 的显著特点就是横向交叉和纵向交叉相结合

的双交叉机制，在寻优过程中，两种交叉算子交替

进行，不断迭代，直至迭代次数达到上限或者损失

满足要求，纵横交叉算法流程图如图 7 所示。 
横向交叉是对种群个体之间进行交叉互换信

息。以 S代表种群，种群中的个体数为M，每个个体

的维度为 D，用 ( )S p 、 ( )S q 分别代表种群中两个不

同个体， ( , )S p w 、 ( , )S q w 分别代表个体 p、q的第 w

维度信息，则这两个个体横向交叉交换信息的公式为 

hc 1 1

1

( , ) ( , ) (1 ) ( , )

              ( ( , ) ( , ))

S p w r S p w r S q w

c S p w S q w

     

 
    (7) 

hc 2 2

2

( , ) ( , ) (1 ) ( , )

               ( ( , ) ( , ))

S q w r S q w r S p w

c S q w S p w

     

 
    (8) 

式中： hc ( , )S p w 、 hc ( , )S q w 分别为父代 ( )S p 和 ( )S q

做横向交叉后产生的新个体；1 2r r、 代表两组父代在

相同维度上交换信息的概率， 1 2 Rand(0,1)r r 、 ；

1 2 Rand(0,1)c c 、 。 

 
图 7 纵横交叉算法流程图 

Fig. 7 Flow chart of CSO algorithm 

纵向交叉的对象是横向交叉后的子代，是对种

群中的单个个体不同维度上的信息进行交叉更换，

这样的交叉方式可以增加种群多样性，同时能够使

得个体在一定的条件下摆脱局部最优，增强寻优能

力。纵向交叉的数学描述为 

vc 1 1 2( , ) ( , ) (1 ) ( , )S p w r S p w r S p w        (9) 

式中： vc 1( , )S p w 为纵向交叉产生的子代； r用于衡

量个体不同维度信息交换的程度， Rand(0,1)r ；

1( , )S p w 、 2( , )S p w 分别表示父代个体 S 的第 1w 和

2w 维度信息。 

2.2 CSO 优化 CBAM-TCN 

本文将 CSO应用于本文提出的 CBAM-TCN 台

区负荷预测深度学习模型参数优化，以确保该模型在

初步使用梯度下降法进行训练后，模型参数中的阈

值与偏置没有陷入局部最优。优化流程如图 8 所示，

图中：j表示迭代次数； maxN 表示最大迭代次数。 

在优化的过程中，需要确定适应度函数，本文

选取均方误差和正则项作为适应度函数，均方误差

保证预测结果贴近实际值，正则项的引入让模型不

发生过拟合现象，提升模型的泛化能力。则适应度

函数可以用式(10)表示。 

2 2

1 1

1
( )

QG

b b c
b c

l g g
G

 
 

           (10) 

式中：G表示训练集样本总数； c 表示阈值或偏置；

Q为用于训练的阈值或偏置的总数量； bg 和 bg 分别
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表示台区负荷的真实值和预测值；表示正则项的

系数，取 0.005。 

 

图 8 CSO 优化 CBAM-TCN 流程 

Fig. 8 Flow chart of CBAM-TCN optimized by CSO 

3   算例分析 

本文所有建模仿真在Windows11系统和PyCharm
软件中进行，由深度学习 TensorFlow 和 Keras 框架

搭建神经网络模型。 
3.1 数据准备 

本文选取2021年广东省汕头市2个典型低压台

区实测历史电力负荷数据集进行仿真建模，该数据

集每隔 15 min 采样一次，每日采集 96 个点，共 2976
个点，采集的数据信息包含了温度、天气、台区台

账信息和负荷大小、时间特征等。选取最后两天数

据作为测试集，验证模型的预测性能，其余数据作

为训练集。 
为研究特征变量与电力负荷之间的相关性，采

用皮尔逊相关系数法(Pearson correlation coefficient, 
PCC)定量分析关联程度，皮尔逊相关系数 CCP ∈

[-1,1]， CCP 的正和负分别代表特征与预测结果呈现

正相关或负相关，绝对值越大，这种相关联系越强。

表 1 是 2 个台区 CCP 绝对值大小排序前 5 的特征，

相关性分析间接说明负荷大小与温度、节假日、天

气等因素密切关联。 

表 1 相关性最强的 5 个特征变量 

Table 1 Five characteristic variables with the strongest correlation 

工业台区 居民台区 

特征 CCP 参数 特征 CCP 参数 

最低温度 0.312 节假日 0.375 

工作日 0.293 平均气温 0.314 

平均气温 0.285 最高气温 0.287 

最高温度 0.241 周末 -0.273 

节假日 -0.211 小雨 0.192 

神经网络模型的参数设置采用 Adam 优化器，

迭代次数为 200，Batch_size 为 64，损失函数为均

方误差函数，学习率为 0.01，激活函数为 ReLU 函

数。其中 CBAM-TCN 网络的参数设置如下：CBAM
的输入和输出的维度相同；TCN 的卷积核为 2，残

差块堆栈数为 2，扩张系数为 1 2 3[1,2 ,2 ,2 ]，Dropout

率为 0.05；TCN 后部接入两层全连接层，本文的电

力负荷预测是单步预测，故输出层神经元个数为 1。 
3.2 预测误差评价指标 

负荷预测属于曲线回归问题，因此本文将选择

平均绝对误差 AEM 、均方根误差 MSER 、平均绝对百

分比误差 APEM 和决定系数 2R 作为台区负荷预测结

果的评价指标，各评价指标的计算公式分别为 

AE
1

1 E

e e
e

M z z
E 

             (11) 

2
MSE

1

1
( )

E

e e
e

R z z
E 

            (12) 

APE
1

1
100%

E
e e

e e

z z
M

E z


         (13) 

2

2 1

2

1

( )
1

( )

E

e e
e
E

e
e

z z
R

z z






 






          (14) 

式中：E为样本总数； ez 和 ez 分别表示 e时刻下台

区负荷的真实值和预测值； z 表示台区负荷真实值

的平均值。上述指标中， AEM 、 MSER 、 APEM 越小，
2R 越大，说明模型的预测误差越小，模型的预测性

能越好。 
3.3 样本输入步长确定 

模型的输入与输出步长之间存在着某种时序上

的依赖关系，输入步长可以理解为预测目标前对应

的采集点个数，输出步长则对应每次预测的采集点

个数。每次预测一个采集点负荷为单步预测，每次

预测多个采样点为多步预测。通过大量研究者的时

间步长实验总结，输出步长越长，预测精度反而会

下降，因此本文选择单步预测。 
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合适的样本输入步长设置对模型的预测精度存

在一定的影响，下面将对输入步长进行实验，选择

经验测试的方法对最佳步长进行调节实验，选择

CBAM-TCN 模型作为基准模型，设置输入步长分

别为 4、6、8、、24 步，实验结果对应的 AEM 、

MSER 、 APEM 和 2R 评价指标如图 9 所示。 

从不同输入步长的仿真结果可以看出，当输入

步长为 16 时，CBAM-TCN 模型的 AEM 、 MSER 和

APEM 评价指标最小， 2R 最大，工业台区的 4 项指

标分别为 8.618 kW、11.431 kW、4.037%和 0.942，居

民台区的 4 项指标分别为 4.6 kW、6.194 kW、4.183%

和 0.957，两个台区的 APEM 和 2R 综合评价指标相近。

输入步长在 16—24 步变化时， AEM 、 MSER 和 APEM

误差指标在整体呈现增大趋势， 2R 整体呈现减小趋

势，由于输入步长变大、模型输入维度变大时模型 

 

 

图 9 不同输入步长下的评价指标 

Fig. 9 Evaluation indicators under different input steps 

不能从较长的时间数据序列中挖掘到与输出点之间

的联系，导致模型预测精度较低。因此接下来均采

用输入步长为 16、输出步长为 1 进行实验。 

3.4 CBAM-TCN 有效性验证 

为了验证 CBAM-TCN 的有效性，本节引入反

向传播神经网络(back propagation neural network, 
BPNN)、CNN、TCN 模型作为比较，对典型台区测

试集的预测曲线如图 10 和图 11 所示，对应的评价

指标如表 2 所示。 
由图 10、图 11 和表 2 可以得出： 
对比两个典型台区 BPNN、CNN 和 TCN 模型

的预测结果，CNN 和 TCN 模型预测结果均比 BPNN
要好，CNN 和 TCN 模型作为深度学习模型，具有

较为强大的数据处理能力和非线性拟合能力。TCN
的预测精度最高，对于工业台区，TCN 相比于

BPNN， AEM 、 MSER 、 APEM 和 2R 分别提升了28.80%、

19.88%、20.61%和 5.54%；对于居民台区，TCN 相

比于 BPNN， AEM 、 MSER 、 APEM 和 2R 分别提升了

15.87%、11.71%、17.27%和 2.82%。由此可见，相较

于 BPNN、CNN 模型，TCN 能够挖掘各特征和电力 

 

图 10 不同神经网络对工业台区测试集的预测曲线 

Fig. 10 Prediction curves of different neural networks 

for industrial area test sets 
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图 11 不同神经网络对居民台区测试集的预测曲线 

Fig. 11 Prediction curves of different neural networks for 

residential area test sets 

表 2 不同神经网络预测模型下的评价指标 

Table 2 Evaluation indexes under different neural 

network prediction models 

评价指标 
数据集 模型 

MAE/kW RMSE/kW MAPE/% R2 

BPNN 15.345 17.431 6.588 0.866

CNN 10.691 16.164 5.484 0.885

TCN 10.926 13.966 5.230 0.914

工业 

台区 

CBAM-TCN 8.618 11.431 4.037 0.942

BPNN 8.662 10.180 8.34 0.885

CNN 7.919 9.350 7.840 0.903

TCN 7.287 8.988 6.900 0.910

居民 

台区 

CBAM-TCN 4.600 6.194 4.183 0.957

负荷在时序上的依存关系，可以有效地对台区负荷

时间序列进行预测。 
对比 CBAM-TCN 和 TCN 的预测结果，CBAM- 

TCN 的预测曲线与台区负荷真实值最为贴近，工业

台区、居民台区的 AEM 、 MSER 、 APEM 和 2R 评价指

标分别提升了 21.12%、18.15%、22.81%、3.06%和

36.87%、31.09%、39.38%、5.16%，提示效果显著，

侧面反映出 CBAM 的有效性。CBAM 的加入没有

带来过多的参数量，但是让网络对关键特征给予了

更多的关注，可以有效地提升预测精度。 
3.5 模型参数优化有效性验证 

本文提出了一种基于CSO 优化CBAM-TCN 的

预测模型(CSO-CBAM-TCN)，为验证其有效性，引

入 CBAM-TCN、PSO-CBAM-TCN 作为对比模型，

其中 CSO 的参数设置为：迭代次数为 100，横向、

纵向交叉概率分别为 1、0.8，种群大小为 30；PSO

的参数设置为：惯性因子为 0.8，粒子速度为 0.5，

种群大小为 30。两个典型台区的电力负荷预测曲线

和对应的评价指标分别如图 12、图 13 和表 3 所示。 

由图 12、图 13 和表 3 可以得出： 

 

图 12 不同优化算法下对工业台区测试集的预测曲线 

Fig. 12 Prediction curve of industrial area test set under 

different optimization algorithms 

 
图 13 不同优化算法下对居民台区测试集的预测曲线 

Fig. 13 Prediction curve of residential area test set under 

different optimization algorithms 

表 3 不同优化算法情况下的评价指标 

Table 3 Evaluation indicators under different 

optimization algorithms 

评价指标 数据

集
模型 

MAE/kW RMSE/kW MAPE/% R2 

CBAM-TCN 8.618 11.431 4.037 0.942

PSO-CBAM-TCN 7.831 10.719 3.849 0.949
工业

台区
CSO-CBAM-TCN 7.392 9.005 3.211 0.964

CBAM-TCN 4.600 6.194 4.183 0.957

PSO-CBAM-TCN 4.506 5.832 4.039 0.962
居民

台区
CSO-CBAM-TCN 4.175 5.653 3.766 0.964

CBAM-TCN 和经过优化之后的模型相比较，优

化后的模型预测精度显著得到提升，CSO-CBAM- 
TCN 的提升效果最大。同一数据集，不同模型在在

负荷转折处的预测曲线差异最大，CSO-CBAM- 
TCN 的预测曲线最贴近真实值曲线。在工业台区数

据集中，CSO-CBAM-TCN 比 CBAM-TCN， AEM 、

MSER 、 APEM 和 2R 分别提升了 14.23%、21.22%、

20.46%和 2.34%；在居民台区数据集中，CSO- 
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CBAM-TCN 比 CBAM-TCN， AEM 、 MSER 、 APEM 和
2R 分别提升了 9.24%、8.73%、9.97%和 0.73%。可

见，选用群智能优化算法对神经网络的权值和阈值

进行细微调整，有助于避免这些参数陷入局部最优，

从而提升模型的拟合能力。 

分析综合评价指标 2R ，对于工业和居民台区数

据测试集，CSO-CBAM-TCN 比 PSO-CBAM-TCN
分别提升了 1.58%和 0.2%，前者预测精度更高，恰

能说明 CSO 的优势所在。 
图 14 为优化过程中的损失变化图，CSO 存在

纵向交叉和横向交叉机制，在解空间中具有更强的

探索能力，能够快速找到最优解，完成收敛，避免

解过早地处于早熟状态。实验证实了 CSO 优化

CBAM-TCN 的可行性和有效性。 
3.6 所提模型在不同季节下的表现 

考虑到台区用户在不同季节的用电习惯差异，

配变台区的电力负荷存在一定的波动情况。为了保 

 

 
图 14 优化过程中的适应度函数变化图 

Fig. 14 Fitness function change diagram in the 

optimization process 

证试验结果的合理性和科学性，验证本文提出的

CSO-CBAM-TCN 模型在不同季节下的台区负荷预

测能够保持较高的精度，本节分别选取了工业台区

和居民台区在 2021 年 1 月(冬季)、4 月(春季)、7 月

(夏季)和 10 月(秋季)4 个数据集进行建模，选择每

月最后两天作为测试集，预测模型均采用本文提出

的 CSO-CBAM-TCN 模型。仿真实验结果如图 15

和图 16 所示，评价指标如表 4 所示。 
通过对比各项评价指标，不难发现本文所提

CSO-CBAM-TCN 模型在不同台区、不同季节数据

集下的综合评价指标相近，这一定程度上说明所提

模型适用于不同场景下的台区电力负荷预测，泛化

性能较好。 

 

图 15 所提模型在工业台区不同季节下的表现 

Fig. 15 Performance of the proposed model in industrial areas in different seasons 

 

图 16 所提模型在居民台区不同季节下的表现 

Fig. 16 Performance of the proposed model in industrial areas in different seasons 
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表 4 所提模型在不同季节数据集下的评价指标 

Table 4 Evaluation indicators of the proposed model 

under different seasonal datasets 

评价指标 台区 

类型 
季节 

MAE/kW RMSE/kW MAPE/% R2 

冬(1 月) 5.678 7.107 3.701 0.927

春(4 月) 9.175 11.403 6.547 0.929

夏(7 月) 9.082 12.106 3.626 0.964

工业 

台区 

秋(10 月) 7.392 9.005 3.211 0.964

冬(1 月) 5.777 7.382 6.935 0.964

春(4 月) 5.799 7.72 5.52 0.947

夏(7 月) 9.744 12.51 4.876 0.936

居民 

台区 

秋(10 月) 4.175 5.653 3.766 0.966

4   结论 

针对低压配变台区预测精度低的问题，本文基

于TCN和CSO的低压台区电力负荷预测方法CSO- 
CBAM-TCN，利用实测数据进行仿真验证。实验证

明 TCN 相对于 BPNN、CNN 等模型具有更高的预

测精度，TCN 能够有效提取高维特征之间的紧密耦

合关系和时序规律隐含关系。在 CBAM-TCN 预测

模型中，提出使用 CBAM 对模型特征输入在通道和

空间两个维度赋予不同的关注度，相对于 TCN 模

型，CBAM 可为模型带来显著的精度提升。所提

CSO-CBAM-TCN 模型中，实验证明采用 CSO 算法

优化 CBAM-TCN 权值和阈值参数的可行性，可进

一步提升预测精度。而与其他对比模型相比，所提

CSO-CBAM-TCN 具有更优异的预测性能，模型泛

化性能更好。 
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