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基于梯度提升树计及非线性的电力负荷影响因素分析 
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摘要：分析负荷影响因素对电力负荷的影响对于电网调度人员了解负荷特性，提高负荷预测准确度具有重要的意

义。针对传统相关性分析方法不能考虑复杂非线性影响的问题，采用先训练负荷预测模型，再分析相关性的思路，

提出基于负荷预测模型的相关性分析方法，发现两者之间的非线性相关关系。首先，利用梯度提升树(Gradient 

Boosting Decision Tree, GBDT)的非线性建模和特征提取能力训练负荷预测模型。然后，基于预测模型提出采用重

要性衡量影响因素对负荷的非线性影响，识别重要影响因素。最后，利用负荷对影响因素的偏依赖量计算各类影

响因素变化对负荷变化趋势的非线性影响。采用实际的负荷数据进行验证，并与皮尔逊相关系数法进行对比。实

验结果表明该方法能够有效识别影响负荷的重要因素，并能够发现各类因素和负荷之间的非线性关系。 
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Abstract: Analyzing the influence of factors on a power load is important for power grid dispatchers to understand load 

characteristics and improve the accuracy of load forecasting. The traditional correlation analysis method cannot consider 

complex nonlinear effects, so a new method, which can find the nonlinear correlation, is proposed to analyze the 

correlation of factors and power load. First, this paper uses the learning ability of the gradient boosting decision tree to 

train a power load forecasting model. Then, based on the forecasting model, it proposes the importance of measuring the 

nonlinear correlation between factors and power load. Finally, the partial dependence of power load on the factors is used 

to calculate the nonlinear effects of influencing factor changes on the trend of load changes. The real power load is used 

for verification and compared using the Pearson correlation coefficient. The experimental results show that the method 

can effectively identify the important factors which affect power load, and can find the nonlinear relationship between 

various factors and the power load. 
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0  引言 

电力系统负荷受经济因素、天气、季节、节假

日等多种因素的影响。并且随着风电、光伏等分布 
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式清洁能源大规模接入电网[1-2]、电力市场的开展[3]

和电动汽车的广泛应用[4-6]，影响电力系统负荷的因

素愈加复杂。目前，针对电力系统负荷的研究较多

的集中在负荷预测领域，不断通过改进预测算法提

升电力负荷预测的准确程度[7-9]。然而预测模型训练

之前的负荷特性分析和负荷影响因素分析也是影响

负荷预测准确度的重要瓶颈之一[10]。不同影响因素
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引起的日负荷曲线形状的改变也截然不同。分析影

响因素对电力负荷的影响，根据不同因素的影响有

针对性地采取合适的预测方法，对于提高电力负荷

预测准确度，确保电网安全、经济、高效运行有着

重要的意义[11]。还可以评估需求响应潜力、提升“源

-网-荷”互动水平和清洁能源消纳能力。在电力市

场运营过程中也可以让电力市场参与者了解影响负

荷的主要因素，指导其市场行为。 

目前，电力负荷影响因素分析的研究成果与负

荷预测相比相对较少。一般都是将影响因素分析作

为训练负荷预测模型之前的特征选择的过程。主要

有两种方法：基于灰色关联度的方法和皮尔逊相关

系数法。文献[12]提出一种基于改进灰色关联度的

电力负荷影响因素量化分析模型，构建了宏观与微

观相结合、层次化的负荷影响因素指标体系，系统

地反映新形势下经济、政策等对负荷的影响。文献

[13]引入灰色关联度理论对影响郑州电网负荷特性

变化的因素进行量化分析， 找出引起负荷特性变化

的主要因素。文献[14-17]采用皮尔森相关系数计算

气温等因素和负荷之间的相关性性，然后再选取相

关性强的因素训练负荷预测模型。文献[18]采用皮

尔逊相关系数分析方法分析经济相关因素对负荷的

影响。文献[19]在构建饱和负荷预测模型之前采用

主成分分析和小波分析法，通过主成分及其基频分

量的提取，从影响电力负荷的众多因素中筛选出主

要因素。文献[20]构建了电力负荷回归方程，用变

量相关因子来研究非气象因素对夏季降温负荷的影

响；文献[21]运用计量经济学中的变量相关性检验

来获得电力需求量与其影响因素之间的相关性特

征。 

传统的相关性分析方法只能衡量影响因素与负

荷之间的线性关系，但是由于影响因素与用电负荷

之间的关系具有高度复杂性、高度非线性等特点。

此类方法不能真实反映影响因素对负荷的非线性影

响。另外，传统方法只能通过一个数值反映因素对

负荷的影响程度，不能反映影响因素的变化趋势对

负荷的影响。机器学习技术具有强大的非线性建模

能力和特征提取能力，能够学习各类影响因素与负

荷之间的非线性关系。目前，较多的机器学习技术

应用在电力负荷预测领域。其中，梯度提升树

(Gradient Boosting Decision Tree, GBDT)算法是一

种有监督集成学习方法。通过由决策树构成的弱预

测模型不断迭代，以最小化前一轮的预测误差为目

标训练强预测模型。该方法具备良好的非线性特征

提取能力和泛化能力，已经被应用于电力负荷预

测[22]、风电及光伏预测[23]、故障检测[24-25]、电压稳

定性评估[26]等领域。因此，本文采用先训练基于

GBDT 的负荷预测模型，再分析相关性的思路，利

用 GBDT 预测模型学习到的非线性关系，识别影响

负荷的重要因素。 

首先，提出计及非线性的各类因素对负荷影响

大小的评估方法。负荷预测模型训练完成后，通过

随机重新排列训练数据集的某一影响因素形成新的

数据集。利用预测模型计算随机排列之后的预测损

失衡量每个影响因素的重要性。其次，提出负荷对

某一影响因素的偏依赖函数，利用偏依赖函数衡量

该影响因素变化对负荷变化趋势的影响。采用实际

历史负荷数据训练基于 GBDT 的负荷预测模型。然

后，计算负荷影响因素重要性和负荷对影响因素的

偏依赖量。实验结果表明，该方法可以分析各类影

响因素对电力负荷的非线性影响。 

1   基于 GBDT 负荷预测模型 

1.1 基于梯度提升算法的负荷预测 

电力系统负荷预测是典型的有监督学习问题。

是基于历史负荷数据 y 和历史影响因素数据 x ，建

立预测模型  F̂ x 的过程。模型的建立过程是采用历

史数据训练，最小化损失   , ˆL y F x 的期望值的

过程[27]。如式(1)所示。 

  ,
ˆ arg min , ˆx y

F
F E L y F x 

 
        (1) 

式中： F̂ 为训练完成的负荷预测模型；   , ˆL y F x

为训练过程中采用的损失函数； x 为负荷历史影响

因素； y 为历史负荷。 

梯度提升算法是一种集成学习算法[28]。其核心

思想是对于历史负荷数据组成的训练数据集，训练

若干个弱预测模型，通过一定的结合策略形成一个强

预测模型。即  F̂ x 是由若干个子模型  ih x H 以

加权和的形式构成的。如式(2)所示。 

   
1

ˆ
m

i i

i

F x h x


             (2) 

式中：  ih x 为弱预测模型； i 为每个弱预测模型

的权重；m 为弱预测模型的数量。 

根据机器学习中的经验风险最小化原理。  F̂ x

可以最小化在训练集上的平均损失求得。一般采用

迭代算法不断优化模型。 

开始时，模型由一个常数函数组成，然后采用

贪心算法不断迭代，生成最后的模型，如式(3)和

式(4)。 
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 0

1

arg min ,
n

i

i

F L y





             (3) 

        1 1
H

1

arg min ,
n

m m i m i i
h

i

F x F x L y F x h x 




    

       (4) 

式中：
0F 为初始预测模型；n 为训练样本数量；L为

损失函数；
mF 为第m 次迭代训练后的预测模型。 

电力负荷是连续的变量，每一个弱预测模型都

是连续的可微函数，即 H(与公式中不一致？答：与

公式中一致)是一个定义在 R 上的可微函数的集合。

在迭代过程中可以采用梯度下降法进行模型的更

新。采用损失函数的负梯度寻找最优解，如式(5)和

式(6)。 

      1 1 1

1

    ,
n

m m m m i m i

i

F x F x F L y F x  



     (5) 

 

 

  
 

1

1
1

1

,

 arg min ,

i m i
n

m i m i
i

m i

y F x

L L y F x

F x












 
 

  
   

     (6) 

式中：
mF 为第m 次迭代训练后的预测模型；

1mF  为

第 1m  次迭代后损失函数的梯度；
m 为第m 次迭

代后弱预测模型的权重； n为训练样本数量。 

1.2 基于梯度提升决策树的负荷预测 

梯度提升算法中的弱预测模型通常由决策树构

成[29]。每个决策树采用决策树算法进行拟合。算法

输入包括：由影响因素历史数据 x 和历史负荷 y 组

成的训练集  
1

,
n

i i i
D x y


 ，损失函数 ( , ( ))L y F x ，迭

代次数M ，学习率 。输出为训练完成的负荷预测

模型  MF x 。GBDT 训练过程如下： 

1) 根据式(3)初始化模型。 

2) 对于 1, ,m M ，执行第 3)至第 6)。 

3) 对于每个样本 1, ,i n ，计算梯度。 

  
 

   1

1

1

,

m

i m i

im

m i
F x F x

L y F x
r

F x







 
  

  

      (7) 

4) 利用 , , 1, ,i imx r i n ，拟合一棵回归决策

树，得到第m 棵决策树 m 。其对应的叶子节点区域

为 1, ,,mjR j J ，其中 J 为第m 棵回归树叶子节点

数目。 

5) 对应每一个叶子节点区域 1, ,j J ，根据

式(8)计算最佳拟合。 

  1arg min ,
i mj

mj i m i

x R

L y F x


 



       (8) 

6) 根据式(9)更新模型。 

     1

1

,
J

m m mj mj

j

F x F x I x R 



         (9) 

式中：I 为指示函数，当 x 属于叶子区域 mjR 时为 1，

否则为 0； 为学习率。 

7) 输出最终模型。 

     0

1 1

,
M J

M mj mj

m j

F x F x I x R
 

        (10) 

2   影响因素与负荷相关性评估方法 

2.1 负荷影响因素重要性评估 

基于历史数据D ，完成 GBDT 的训练后得到训

练模型  MF x ，随机改变历史负荷影响因素数中某

一因素的数据排列，保持其余影响因素不变。计算

损失   , ML y F x 的变化量，采用损失变化量衡量该

因素对负荷的影响重要程度。某一因素 jf 对负荷影

响重要程度定义如式(11)。 

,

1

1 K

j k j

k

f s s
K 

           (11) 

式中：K 为随机打乱影响因素 jf 的次数； s 为打乱

之前模型的初始损失； ,k js 为第 k 次随机打乱影响因

素后模型的损失。计算重要性的输入包括：完成训

练的模型  MF x ，训练集  
1

,
n

i i i
D x y


 ，随机打乱

的负荷影响因素的次数K 。输出为每个影响因素的

重要性。计算过程如下： 

1) 根据损失函数   , ML y F x 计算初始损失 s 。 

2) 对于每个影响因素1, , J ，执行第 3)至第 5)。 

3) 随机打乱属性 j ，其他属性保持不变。生成

新的训练集 ,k jD 。 

4) 采用新的训练集 ,k jD 计算损失 ,k js 。 

5) 根据式(11)计算影响因素 j 的重要性。 

6) 输出所有影响因素1, , J 重要性。 

2.2 负荷对影响因素的偏依赖量 

负荷影响因素重要性计算只是反映了因素对负

荷影响的相对重要性，并不能量化分析负荷影响因

素的变化趋势对负荷的影响。基于预测模型，将关

注的影响因素在该因素的取值范围内取不同的值，

其他因素不变，这时模型在所有训练集上的平均预

测负荷就是所关注负荷影响因素的函数，该函数称

为模型预测负荷对影响因素的偏依赖函数。如式(12)

所示。 

   
1

ˆ 1
,

S S

n
i

M S CX X
i

f F X X
n 

          (12) 
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式中：n 为样本数量；
SX 为关注的负荷影响因素；

CX 剩余不关注的影响因素；
SX 和

CX 共同组成模

型输入 X 。偏依赖函数定义了所关注的影响因素对

模型预测结果的边际影响。 

2.3 负荷影响评估流程 

基于 GBDT 负荷预测模型、负荷影响因素重要

性和影响因素偏依赖，对电力负荷影响因素进行分

析的流程如图 1 所示。 

 

图 1 负荷影响因素分析流程 

Fig. 1 Analysis process of correlation between 

power load and influencing factors 

3   算例分析 

3.1 实验数据 

采用本文方法对某省其中一个地区的负荷影响

因素进行分析。以该地区 2002 年至 2018 年每日每

小时历史负荷及温度数据进行验证。选取的负荷影

响因素如表 1 所示。 

表 1 实验所选取的负荷影响因素 

Table 1 Power load influencing factors in this experiment 

标识 负荷影响因素 说明 

Temperature 气温 摄氏度 

Year 年 对应年份 

Month 月份 对应月份(1~12) 

day_of_month 每月第几天 每月第几天 

day_of_week 周几 当前周几(0~6) 

hour 时刻 当前时刻(0~23) 

is_business 是否工作日 是否工作日(0 否；1 是) 

day_of_year 全年第几天 当年第几天(1~365) 

其中2018年5月份负荷与其影响因素的相关关

系如图 2 所示。 

 
图 2 2018 年 5 月负荷与影响因素之间的相关关系 

Fig. 2 Correlation between power load and influencing 

factors in May 2018 

由图 2 可见，负荷与其影响因素之间并没有明

显的线性相关关系。因此，采用皮尔逊相关系数无

法正确衡量负荷与影响因素之间的相关关系。 

3.2 负荷预测模型训练 

基于历史数据训练 GBDT 负荷预测模型，需要

设置损失函数、学习率、决策树最大深度和决策

数个数等重要参数。损失函数采用均方误差，如

式(13)。 

     
2

1

1 ˆ, ˆ
n

i

L y F x y F x
n 

       (13) 

式中：n 为样本数量；y 为实际负荷；  F̂ x 为训练

完成的负荷预测模型。 

参数设置采用网格搜索(Grid Search)方法[30-31]

寻找最优参数组合，如表 2 所示。 

表 2 预测模型训练所需参数的最优设置 

Table 2 Optimal setting of parameters required for  

prediction model training 

参数名称 参数说明 
参数最优 

设置 

学习率  
是对每一棵新加上去的树设置 

一个收缩权重，用于防止过拟合 
0.1 

决策树最大深度 用于表征单棵树的复杂程度 4 

决策树个数 M  
对应于 1.2 节训练流程中的参数 M， 

每迭代一次增加一棵决策树 
100 

训练完成后采用平均绝对百分比误差(Mean 

Absolute Percentage Error, MAPE)衡量预测性能，

MAPE 定义如式(14)。 
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MAPE

1

ˆ1
100%

n
i i

i i

y y
e

n y


          (14) 

式中： n为训练样本数量；
iy 为实际负荷； ˆ

iy 为预

测负荷。 

将 2002 年—2017 年历史负荷作为训练数据对

模型进行训练。2018 年历史负荷作为测试数据测试

预测模型性能，预测结果如图 3 所示。 

 

图 3 2018 年 5 月负荷预测结果 

Fig. 3 Power load forecast results in May 2018 

图 3(a)为 2018 年每个月预测误差分布；图 3(b)

为 2018 年 5 月份预测结果。由图 3 可知，模型每个

月的 MAPE 大部分在 1%~2.5%之间，取得了较好的

预测效果。 

3.3 影响因素重要性 

首先采用皮尔逊相关系数法[32]计算负荷与各

影响因素之间的相关关系；然后，基于训练完成的

GBDT 负荷预测模型，利用 2.1 节方法计算影响因

素对负荷的重要性。分别从大到小排序后结果如图

4 所示。 

由图 4 可知，采用重要性衡量该地区负荷因素

对负荷的影响，并按照大小进行排序，其结果与皮

尔逊相关系数法顺序有所不同。当采用重要性计算

对负荷影响时，影响最大的是时刻；当采用皮尔逊

相关系数计算时，影响最大的是气温。因为采用皮

尔逊相关系数只是体现了因素与负荷的线性关系，

并没有体现两者的非线性关系。时间对负荷的影响

在不同时间段相关性并不同，有的时间段正相关，

有的时间段负相关，采用相关系数就会导致正负相

互抵消，不能正确反映时间对负荷的影响程度。采

用影响因素重要性可以考虑影响因素对负荷的非线

性影响，正确反映影响因素对负荷影响的大小。 

 

图 4 采用相关系数和重要性分别计算各类 

影响因素对负荷的影响 

Fig. 4 Correlation coefficient and importance are used 

 to calculate the influence of various influencing  

factors on the power load 

3.4 影响因素对负荷的影响 

基于负荷预测模型，按照从大到小的顺序逐一

计算负荷对每个影响因素的偏依赖量，结果如图 5

所示。由于月份和每月第几天两个影响因素对负荷

的重要性较小，忽略了负荷对这两个影响因素偏依

赖量的计算结果。由图 5(a)可知，负荷与时刻在

00:00—13:00 是非线性的正相关关系，在 13:00—

23:00 是非线性的负相关关系。如果采用皮尔逊相

关系数，正负相关将会抵消。因此，采用皮尔逊相 

 

图 5 负荷对影响因素的偏依赖量计算结果 

Fig. 5 Result of partial dependence of load on influencing factors 
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关系数进行相关性分析时，时刻与负荷相关性并没

有排在第一位。进一步说明采用影响因素重要性能

够反映影响因素与负荷的非线性相关关系。其他影

响因素分析如表 3 所示。 

表 3 图 5 中各因素对电力负荷影响分析 

Table 3 Analysis of influence of various factors 

in Fig. 5 on power load 

图序号 负荷偏依赖量分析 原因分析 

(a) 

负荷与时刻在 00:00—13:00 是 

非线性正相关关系，在 13:00— 

23:00 是非线性负相关关系 

与人们的作息规律有关 

(b) 
第 220 天之前，负荷逐渐上升，

之后负荷是逐渐下降 

季节导致气温变化从而 

影响负荷 

(c) 
年份对负荷的影响一直是非线 

性正相关 

经济发展水平逐年提高 

促进用电负荷逐年升高 

(d) 

气温在 15 ℃，负荷随气温升高 

逐渐降低；之后随气温升高逐 

渐升高 

气温 15 ℃之后空调负荷 

逐渐增大 

(e) 
工作日对负荷的影响正相关， 

非工作日负相关 

非工作日工业负荷或办 

公园区减少 

(f) 
周一至周五，负荷变化不大； 

周六、周日对负荷负相关 

周六、周日工业负荷或办 

公园区负荷减少 

采用偏依赖量可以同时衡量两个因素对负荷的

影响，分别计算负荷对(时刻，温度)、(全年第几天,

温度)的偏依赖量，计算结果如图 6 和图 7 所示。 

 

图 6 时刻和温度对负荷的影响 

Fig. 6 Time and temperature effects on power load 

 
图 7 全年第几天和温度对负荷的影响 

Fig. 7 Day-of-year and temperature effects on power load 

由图 6 可知，在白天工作时间，负荷对气温较

敏感。在 09:00—13:00，如果气温升高会导致用电

负荷的大幅度升高。 

由图 7 可知，在夏天，负荷对气温较敏感。即

每年的第 170 天—第 200 天，气温升高会导致负荷

大幅度升高。 

4   结论 

针对现有相关性分析方法的不足，在训练基于

梯度提升树的负荷预测模型的基础上，提出利用影

响因素重要性和偏依赖量衡量影响因素对负荷的非

线性影响。采用实际的电力负荷数据进行验证，并

详细分析了时刻、气温、当前日期、是否工作日等

因素对负荷的非线性影响。实验结果表明：① 采用

影响因素重要性衡量各因素对负荷影响的大小，可

以考虑影响因素与电力负荷的非线性关系，识别影

响负荷的重要因素；② 采用偏依赖量可以衡量影响

因素变化对负荷趋势的非线性影响影响。 

采用本文方法衡量各种因素对负荷的影响，对

于电网调度运行人员，可以根据不同负荷采取不同

的预测方法提升预测准确度；对于电力市场人员，

可以了解不同因素对负荷的影响，指导其参与电力

市场的行为。 

风电、光伏等清洁能源出力与电力负荷相似，

都受多种因素的复杂影响，具备随机性和波动性。

采用该方法识别影响清洁能源出力的重要因素，发

现各类影响因素对清洁能源出力的影响也是后续研

究方向。 
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