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摘要：准确的风速预测对风电场实现平稳出力具有重要意义。为提高短期风速预测精度，提出一种基于集合经验

模态分解(Ensemble Empirical Mode Decomposition, EEMD)、套索算法 (Least Absolute Shrinkage and Selection 

Operator, LASSO)、遗传算法(Genetic Algorithm, GA)、广义回归神经网络(General Regression Neural Network, GRNN)

和长短期记忆模型(Long Short-Term Memory, LSTM)的短期风速变权组合预测模型(Variable Weighted Hybrid 

Model, VWHM)。首先运用集合经验模态分解技术，将原始风速时间序列分解成多个不同的子序列。然后运用

套索算法对各个子序列的数据变量进行筛选，提取代表性变量作为预测输入。最后利用 GA 的全局优化能力，对

由 GRNN 和 LSTM 构成的组合预测模型的权重系数进行移动样本自适应变权求解，并加权得到最终预测结果。仿

真结果表明，所提的变权组合模型比单一模型以及传统组合模型具有更高的预测精度，且在风速预测中具有优越性。 

关键词：短期风速预测；集合经验模态分解；套索算法；广义回归神经网络；长短期记忆；遗传算法 

Research on short-term wind speed hybrid variable weight prediction model based on ensemble  

empirical mode decomposition and LASSO algorithm 
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Abstract: Accurate wind speed prediction is significant for wind farm development and utilization of wind energy. In 

order to improve the prediction accuracy of short-term wind speed, a combined prediction model with variable weight of 

short-term wind speed based on Ensemble Empirical Mode Decomposition (EEMD), Least Absolute Shrinkage and 

Selection Operator (LASSO), Genetic Algorithm (GA), General Regression Neural Network (GRNN) and long-term and 

short-term memory is proposed. First, the ensemble empirical mode decomposition technique is used to decompose the 

original wind speed time series into multiple sub-sequences. Then, using the Least Absolute Shrinkage and Selection 

Operator (LASSO) algorithm, the historical data of each sub-sequence are filtered, and representative variables are 

extracted as prediction inputs. Finally, using the global optimization ability of a GA, the weight coefficients of the 

combined prediction model composed of GRNN and LSTM are adaptively solved by moving samples, and the final 

prediction results are obtained by weighting. The simulation results show that the proposed variable weight combination 

model has higher prediction accuracy than a single model and a traditional combination model, and has superiority in 

wind speed prediction. 
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0  引言 

随着中国经济的快速发展，化石燃料的消耗也 
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急速增加，由此也带来了诸多环境问题。作为目前

最具潜力的可再生能源之一，各个国家都在密切关

注风能的开发利用。但在利用风能进行发电的过程

中，由于受到温度、地形、纬度等因素的影响，风

速会呈现出较强的波动性，从而导致风力发电的不
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确定性增加[1-2]。这种不确定性会对电网的电能质量

产生巨大影响，甚至威胁电网系统的安全稳定运行[3]。

因此，准确的风速预测是大力发展风力发电的必要

前提。 

目前，国内外学者已经对风速预测进行了大量

的研究工作。主要用到的短期风速预测方法有时间

序列预测法、持续预测法、卡尔曼滤波法、神经网

络预测法等。由于智能算法具有较好的适应性和拟

合能力，基于机器学习的风速预测模型成为众多学

者的研究关注点。但是，随着风速预测领域研究的

深入，对于预测模型的预测精度和预测性能的要求

越来越高，单一的预测方法往往难以取得令人满意

的预测效果。基于此，将多种预测方法进行组合，

形成预测精度更高的复合预测模型的研究得到广泛

关注和应用。文献[4]提出了将人工蜂群算法(Artificial 

Bee Colony Algorithm, ABC)和 BP(Back Propagation, 

BP)神经网络相结合的风速预测方法。文献[5]提出

了基于 EEMD、随机森林(Random Forest, RF)、极

端学习机(Extreme Learning Machine, ELM)的风速

预测模型。文献[6]提出了基于小波包变换(Wavelet 

Packet Decomposition, WPD)、多智能体入侵杂草算

法(Multi Agent Invasive Weed Optimization, MAIWO)

和人工神经网络(Artificial Neural Network, ANN)组

成的混合预测方法。文献[7]提出了基于 Adaboost

算法和 GRNN 的风速组合预测方法。通过以上文献

可以看出，组合预测模型相对于单一预测模型更具

有优势。 

在含有风力发电的电力系统中，预测模型的作

用在于提前获取未来时刻风力发电的出力情况，从

而为电力调度部门提供可靠信息，用以提前安排发

电计划，制定电力调度方案。但由于风速变化具有

强烈的随机性和波动性，致使风力发电出力稳定性

较差，接入电力系统后增大了制定电力调度方案的

难度。因此，有必要对风力发电的风速数据进行多

步超前预测，时刻监控风速的变化趋势，从而为电

力调度人员及时调整调度方案和发电计划提供有效

参考[8-9]。 

本文提出一种基于数据预处理和特征选择的短

期风速变权组合多步预测模型。首先，使用 EEMD

对原始风速序列进行分解；其次，利用 LASSO 对

分解得到的序列进行输入变量筛选；再次，分别利

用 GRNN 和 LSTM 对分解序列进行预测，并通过遗

传算法根据区间表现优化各个模型权重，得到子序

列预测结果；最后，将各子列的预测数据进行累加

得到最终的风速预测结果。本文的创新点在于通过

遗传算法对权重的自适应优化，结合了 GRNN 和

LSTM 各自处理数据的特点，实现针对性的预测。 

1   集合经验模态分解 

集合经验模态分解(Ensemble Empirical Mode 

Decomposition, EEMD)是在经验模态分解(Empirical 

Mode Decomposition, EMD)方法基础上的一种改

进
[10]

。通过将白噪声添加到初始序列并利用 EMD

对原始信号进行提取，最终对数次提取后的子序列

采用集总计算，其具体步骤如下： 

(1) 加入白噪声 ( )w t 到风速时间序列中，得到新

的序列 ( ) ( ) ( )X t x t w t  ； 

(2) 用 EMD 分解带有白噪声的风速时间序列
( )X t ，得到各 IMF 分量； 

(3) 重复步骤(1)和(2)，每次加入相同幅值的新

的白噪声序列，将每次得到的 IMF 取均值作为最终

的结果。 

由于风速序列变化随机性较强，而利用数据分

解技术对序列进行分解可以有效地降低原始数据的

波动性，从而提高预测精度。同时，选用 EEMD 对

风速序列进行分解，可以很好地解决 EMD 在噪音

消除过程中产生的频率混合的弊端
[11]

。因此，本文

使用EEMD对风速时间序列 ( )x t 做分解以达到降低

数据波动性的目的。 

2   套索算法 

套索算法(LASSO)是一种压缩估计的方法，能

够有效地处理复杂的高维数据问题[12]。一个满足经

典假设的多元线性回归模型式(1) 、式(2)所示。 

Y X                  (1) 

          2
i ~i.i.d (0, )N               (2) 

表示每个残差相互独立且同属于正态分布。故

响应变量如式(3)所示。 
2~ ( , )Y N X I              (3) 

其中 I 为单位阵。 

2

2

1
min

2
Y X


             (4) 

通过对式(4)目标函数求极值，得到的普通最小

二乘估计结果为  
^

1
ols X X X Y               (5) 

假设矩阵中的行和列分别记为 s和 k ，如果

s k ，说明样本量小于解释变量的个数。此时

( ) ( )rand X X rank X s   ，其中 ( )X X 是一个 k行 k

列的方阵。由于 ( )X X 的不存在，普通最小二乘估

计无法进行计算。因此 Tibshirani 在式(4)的基础上

增加了 1L 正则项，其目标函数变为  
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2

2 1

1
min

2 2
Y X




             (6) 

式中：为惩罚参数，与惩罚强度正相关；
1

 为

第一范数，满足 1 21
... k       。式(6)中，

第一项为损失函数，它衡量了回归模型对数据的拟

合效果。第二项是惩罚函数，它将一些不显著系数

压缩为 0。通过优化式(6)，可以得到回归系数向量

估计
^

lasso ，即 LASSO 回归。对于式(6)其等价的约

束为  

2

2

1

1
min

2

s.t.

Y X

C










             (7) 

式中：C为与对应的约束参数，与惩罚强度呈负

相关。利用式(6)和式(7)可以得到最优解。由于惩罚

函数是带绝对值的一阶函数，不能用微积分方法求

解，回归方程的求解需要非常复杂的数值计算。

Efron 等人[13]提出了最小角度回归算法(LARS)来解

决规划问题，利用 LARS 能够有效地求解 LASSO

回归问题。 

在建立预测模型的过程中，预测输入变量的选

择对预测精度和计算法复杂性均会产生一定影响。

由于风速预测常采用历史数据作为预测模型输入，

数据量较大，难以人为选出合适变量作为预测模型

输入。因此，有必要在进行预测步骤前，利用 LASSO

算法对预测输入变量进行筛选，从而选择出相关性

最强的代表性变量作为预测模型输入。 

3   广义回归神经网络 

广义回归神经网络 (Generalized Regression 

Neural Network, GRNN)是一种非线性的前馈式神

经网络
[14-17]

。其结构包括输入层、模式层、求和层

和输出层，图 1 所示是 GRNN 的网络结构图。其中

输入变量为 Txxx ,,, 21  ，输出值为 1 2, , , Ty y y ，

1,2, ,T n  。 

输入层和模式层神经元数量与训练样本相等。

输入层作用是将输入变量传递给模式层。模式层用

于传递的函数如式(8)所示。  
T

2

( ) ( )
exp[ ]

2
i i

i

X X X X
P



 
          (8) 

式中： X 代表输入变量，第 i个神经元所述的学习

样本由 iX 表示， 1,2, ,i n  ；平滑因子由 表示。 

求和层存在两种方式：对计算模式层各神经元

输出的加权求和以及直接加和，分别用以下两式进

行表示。 

T

2
1 1

( ) ( )
exp[ ]

2

n n
i i

Nj ij i ij
i i

X X X X
S h P h

 

 
     

 (9) 
T

2
1 1

( ) ( )
exp[ ]

2

n n
i i

D i
i i

X X X X
S P

 

 
     

(10) 

式中： 1,2, ,j m  ； ijy 代表第 i个因变量的第 j个

元素。 

输出层结果可由式(11)进行表示。 

Nj

j

D

S
y

S
               (11) 

 
图 1 GRNN 结构图 

Fig. 1 GRNN structure diagram 

广义回归神经网络是一种径向基神经网络，对

于非线性数据具有较好的拟合能力，可以快速捕捉

到数据中的信息，在样本数据量较少时也具有较好

的预测性能，可以处理波动性较强且不存在明显线

性特征的风速序列，所以本文选取 GRNN 作为预测

模型之一。 

4   长短期记忆网络 

长短期记忆网络(Long Short－Term Memory, 

LSTM)是一种改进的循环神经网络(Recurrent Neural 

Network, RNN)模型[18-20]。LSTM 的结构包括遗忘

门、输入门、输出门。如图 2 所示为 LSTM 结构图。 

 

图 2 LSTM 结构图 

    Fig. 2 LSTM structure diagram 
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假设 TxxxX ,,, 21  代表风速序列，则 LSTM

网络的输出为 Tyyyy ,,, 21  ，LSTM 通过遗忘

门 tf 来决定记忆单元状态 1tc 中的应删除信息，遗

忘门的激活状态由激活函数 ( )  来决定。 

1 1( )t fx t fh t fc t ff x h c b     W W W     (12) 

式(12)的输出 tf 是对应于最后一个单元状态

1tc  的 0 到 1 之间的值。 

其次，LSTM 存储到新的单元状态 tc 的新信息

由输入门 ti 来决定，通过下式进行计算。 

1 1( )t ix t ih t ic t ii x h c b     W W W      (13) 

1( )t cx t ch t cu g x h b  W W         (14) 

式(14)中： tu 为添加到新单元状态 tc 的候选值； ( )g 

为激活函数。 

旧记忆单元状态 1tc 更新为新状态 tc 的过程如

式(15)所示。 

1t t t t tc c f u i               (15) 

式中： 1t tc f 决定有多少信息将从 1tc 中遗忘； ttiu 确

定新单元状态 tc 会增添哪些新信息。 

最后使用输出门 to 计算 th 和 ty 的过程如下式

所示。 

1 1( )t ox t oh t oc t oo x h c b     W W W      (16) 

   ( )t t th o c                 (17) 

式中：激活函数 为 sigmoid 函数； 和 g 为 tanh

函数； ix fx ox cx、 、 、W W W W 为连接输入信息 tx 的权值矩

阵； ih fh oh chW、 、 、W W W 为连接隐含层输出信号 th 的权

值矩阵； ic fc oc、 、W W W 为连接神经元激活函数输出

矢量 tc 和门函数的对角矩阵； i f o cb b b b、 、 、 为对应的

偏置
[21]

。 

长短期记忆神经网络是时间递归神经网络的一

种，这种神经网络通过输入门、输出门和遗忘门的

设计，解决了递归神经网络中出现的“梯度消失”

问题，能够记忆长期的信息，在处理和预测序列中

间隔和延迟相对较长的事件时具有较好的性能；由

于风速训练数据中存在间隔较长的数据点，所以本

文选取 LSTM 作为另一预测模型。 

5   变权组合模型的权重确定 

尽管运用单个的预测模型进行短期风速预测时

能够得到较好的预测结果，但其预测精度难以满足

实际的精度需求。本文提出的EEMD-LASSO-VWHM

模型可以将单个的预测模型组合起来并发挥出单个

预测方法的特点，解决了单个模型的局限性问题，

从而得到更为精确的预测结果。遗传算法(GA)是模

拟自然选择机制和遗传学机理的生物进化过程的计

算模型，具有良好的全局搜索能力，可以快速地将

解空间中的全体解搜索出来，而且不会陷入局部最

优解的快速下降陷阱中[22]。因此，本文选择 GA 来

优化 VWHM 中的动态权重。 

5.1 遗传算法过程 

遗传算法[23-24]的具体步骤如下。 

(1) 种群初始化：初始种群包含 N 个个体，由

算法随机生成，所求问题的初始解则一一对应于编

码后的 N个个体。 

(2) 求适应度值：适应度值用来评价每个个体的

好坏。 

(3) 选择：根据初始种群中每个个体的适应度表

现，选择出适应度高的 M个个体作为下一代群体。 

(4) 交叉变异：交叉操作在 M 个个体中随机选

出的两个个体之间进行，按杂交概率 PC 进行选取。

操作完成后得到两个全新的个体，重复进行交叉操

作直至所有需要杂交的个体都两两交叉杂交完成。

按概率 PM以及变异规则从M个个体中选择出一些

个体进行个体变异操作。 

(5) 若算法运行结束，则可解码得到最优解，

否则转到步骤(2)继续执行迭代运算，直至得到最

优解
[25-28]

。 

5.2 权重确定过程 

组合预测模型结合了不同的个体模型，降低了

运用单个预测方法进行预测的误差
[29]

。GA 可以动

态更新单个模型的权重。根据历史数据的预测误差，

优化下一次预测时单个模型的权重。变权组合预测

模型在每次预测的时候都会更新单个模型的权重。

具体过程如下：每当有新的加载数据进入，时间窗

口便会向右移动，然后删除最早的数据，组合预测

模型接着对包含最新加载数据的序列进行预测，同

时利用 GA 优化单个模型的权重
[30-31]

。重复这个过

程直到获得最终的加权预测结果。假设 ( )P t 为时间

t风速的实际值，
A ( )P t


和
B ( )P t


分别为 GRNN 模型

和 LSTM 模型的预测值。于是，组合模型的预测相

对误差为  

A B( ) ( )

( )
t

P t P P t
e

P t

 
 

   
          (18) 

式中， 和  表示单个模型相应的权重。 

对于实际的可变权重优化问题，优化目标如式

(19)所示。  
2

,
1

min
j

t i

i

e
j 




               (19) 
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式中， j表示移动窗口内样本个数，约束条件是 

1                  (20) 

0 , 1                 (21) 

由于权重需要在每个预测时间更新，而且为了

获取准确的权重，我们需要一个计算速度快，精度

高的优化方法。 本文提出运用遗传算法(GA)来优

化组合模型中单个模型的权重。 

6   基于 EEMD 和 LASSO 的短期风速组合

变权预测模型 

6.1 预测评价指标的选取 

为了保证能够对各个模型的预测准确率进行有

效且全面地评价，本文采用了三种不同的评价指标：

平均绝对误差(Mean Absolute Error, MAE)、平均绝

对百分比误差 (Mean Absolute Percentage Error, 

MAPE))和均方根误差(Root of the Mean Squared 

Error, RMSE)来对涉及模型的预测结果进行评价。 

MAE
1

1 N

t t
i

E y y
N





              (22) 

MAPE
1

1
100%

N
t t

i t

y y
E

N y






          (23) 

2

RMSE
1

1 N

t t
i

E y y
N





 
  

 
          (24) 

式中：N为测试样本数； ty 为 t时刻实际风速值；
ty


为 t时刻预测风速值
[32]

。 

6.2 建模过程 

建模流程图如图 3 所示。具体建模步骤如下： 

(1) 运用 EEMD 技术降低原始风速时间序列的

非线性，得到多个不同的子序列。 

(2) 运用套索算法对分解后的子序列进行变量

筛选，将筛选出的相关变量作为 GRNN 和 LSTM 的

输入变量进行预测，同时根据 5.2 节权重确定过程

步骤，运用 GA 对组合预测模型的权重系数进行移

动样本自适应变权求解，从而得到各子序列预测

结果。 

(3) 最后叠加全部子序列的预测值得到实际预

测结果。 

(4) 对预测结果进行误差分析。 

7   案例分析 

本文验证案例为河北省张家口某风电场 2018

年 5 月所采集的实际风速数据。验证样本集共 900

个风速数据，每两个样本点之间时间间隔为 5 min。

其中，选取样本集中的第 1 个至第 800 个风速数据 

 

图 3 基于 EEMD-LASSO-VWHM 的短期风速预测模型结构 

Fig. 3 Short-term wind speed prediction model structure  

diagram based on EEMD-LASSO-VWHM 

形成预测模型的训练样集合，第 801 个至第 900 个

数据则作为预测模型的验证集合。风速观测值数据

如图 4 所示，从图中曲线可以看出风速变化随机性

强，变化幅度较大。风速观测值特性统计信息如表

1 所示。 

 
图 4 初始风速数据 

Fig. 4 Initial wind speed data 

表 1 训练数据集和验证数据集的统计信息 

Table 1 Statistical information of the training data 

set and the testing data 

评价指标 最大值 最小值 均值 方差 

数值 15.80 3.69 9.79 3.97 

本文所涉及模型的训练和仿真过程均在Matlab 

R2018a 以及 Windows 操作系统环境下完成，计算

运行设备为 RAM 为 8GB 的 PC。各模型参数如表 2

所示。 
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7.1 数据预处理及案例设计 

本文通过采用 EEMD 对原始风速数据进行分

解，提取出一系列具有不同带宽的子序列。初始风

速数据分解结果如图 5 所示。 

运用 LASSO 回归法对风速预测影响较大的变

量进行筛选，筛选结果如表 3 所示。 

 

图 5 原始风速序列分解结果 

Fig. 5 Decomposition results for the original wind speed sequence

表 2 各算法参数设置 

Table 2 Parameter setting for each algorithm 

算法 参数 数值 

EEMD 集合数量 100 

 白噪声标准差 0.01 

LASSO 绝对误差容限 1×104 

  1 

GA 种群数量 50 

 交叉率 0.95 

 变异率 0.05 

GRNN 平滑因子 1 

LSTM 最大次数 100 

 梯度阈值 1 

 学习率下降期 125 

 学习率下降因子 0.2 

表 3 LASSO 算法筛选变量结果 

Table 3 LASSO algorithm filter variable results 

序列 筛选变量 

IMF1 Xt1，Xt2，Xt3 

IMF2 Xt1，Xt2，Xt3，Xt4，Xt5 

IMF3 Xt1，Xt2，Xt3，Xt4 

IMF4 Xt1，Xt2，Xt4 

IMF5 Xt1，Xt4，Xt5 

IMF6 Xt1，Xt4，Xt5，Xt10 

IMF7 Xt1，Xt3，Xt8，Xt10 

IMF8 Xt1，Xt5，Xt6，Xt10 

IMF9      Xt6，Xt7，Xt8，Xt9，Xt10 

R0 Xt2，Xt3，Xt4，Xt5，Xt6 

将筛选出的影响变量作为预测的输入变量对未

来风速进行 1 步至 3 步的预测。 

为了验证本文所提出的基于 EEMD 和变权组

合模型的预测能力，本文在此设置两种验证方案进

行对比分析。 

实验 1：将本文所提出的 EEMD-LASSO- 

VWHM 模型与不同预测模型进行对比，以验证所

提预测模型的优越性。所采用的对比模型包括：

ARIMA、BPNN、VWHM、EEMD-GRNN 和 EEMD- 

LSTM。 

实验 2：将本文所提出的 EEMD-LASSO- 

VWHM 模型和传统加权的组合模型 (Traditional 

Weighted Hybrid Model, TWHM )进行对比分析。其

中，传统变权方法采取平分权重的思想来对每个模

型进行赋权。通过两种模型预测结果的对比，来验

证变权组合模型的优越性。 

7.2 基于EEMD-GA-GRNN-LSTM的预测结果分析 

利用本文所提到的模型，对 EEMD 从原始序列

中提取出的所有子序列分别进行预测。实验 1 中各

模型的预测误差分析如表 4 所示，实验 2 中各个模

型的预测表现如表 5 所示。此外，本文所提出的模

型预测结果如图 7 至图 9 所示。 

从表 4 可以看出，在所有预测模型中本文所提

出的 EEMD-LASSO-VWHM 预测方法具有最高的

预测精度。在 1 至 3 步预测中，EEMD-LASSO- 

VWHM 与 ARIMA 相比，EMAE分别提高了 37.37%、 
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表 4 实验 1 中模型预测误差分析 

Table 4 Analysis of model prediction errors in experiment 1 

模型 步长 EMAE EMAPE ERMSE 

ARIMA 1 1.015 7 0.094 0 1.508 8 

 2 1.512 2 0.136 7 2.243 6 

 3 1.851 3 0.168 7 2.744 2 

BPNN 1 0.763 3 0.072 5 1.050 6 

 2 0.928 1 0.084 1 1.344 1 

 3 1.108 5 0.092 7 1.497 7 

VWHM 1 0.749 7 0.069 6 1.057 2 

 2 0.888 8 0.079 2 1.339 2 

 3 0.956 3 0.085 4 1.444 6 

EEMD-GRNN 1 0.937 5 0.084 6 1.239 6 

 2 1.027 0 0.090 0 1.386 5 

 3 1.089 2 0.095 4 1.458 4 

EEMD-LSTM 1 0.666 8 0.068 4 0.928 9 

 2 0.874 3 0.090 8 1.201 0 

 3 1.406 2 0.131 2 1.665 0 

EEMD-LASSO-VWHM 1 0.636 1 0.059 2 0.909 6 

 2 0.770 2 0.069 6 1.129 2 

 3 0.882 1 0.078 6 1.269 2 

49.07%和 52.35%，证明本文所提方法预测效果优于

单一的统计分析模型；EEMD-LASSO-VWHM 与

GRNN 相比，EMAE 分别提高了 16.67%、17.02%和

20.42%，说明本文所提方法预测精度高于单一的智

能算法；EEMD-LASSO-VWHM 与 VWHM 相比，

EMAE 分别提高了 15.15%、13.34%和 7.75%，从而

可以看出数据预处理方法 EEMD 和 LASSO 在促

进预测精度提升方面具有积极作用。此外，通过

EEMD-LASSO-VWHM 与 EEMD-GRNN 和 EEMD-

LSTM 的对比，可以看出本文所提及的变权组合预

测方法通过发挥不同预测模型各自的优点，根据不

同模型在移动区间上的预测表现动态调整模型赋权

从而得到更为准确的预测结果。预测结果表明，其

预测表现要好于一般的组合预测模型。 

为进一步说明本文所提变权组合模型的优势，

以 1 步风速变权预测时各模型的权重变化情况为

例对权重分配情况进行展示，权重分配情况如图 6

所示。 

从图 6 可以看出 IMF1 至 IMF3 中权重偏向于

GRNN，而在后面的 IMF4 至 IMF9 中权重则偏重于

LSTM；这说明对于频率较高、波动性较强的序列，

GRNN的非线性拟合能力可以更高效地对数据进行

预测，而对于频率相对较低、波动性较弱的序列，

LSTM 则可发挥其对于长时间间隔序列具有的记忆

能力，实现更高的预测精度。 

由表 5 中对比数据可以看出，本文所提出的

EEMD-LASSO-VWHM 方法预测精度更高。在 1 步

至 3 步预测中，EEMD-LASSO-VWHM 相对于传统

加权预测模型，EMAE 分别提高了 22.33%，11.40%

和 12.68%；EMAPE 分别提高了 20.89%，10.21%和

12.20%；ERMSE分别提高了 17.23%，4.14%和 3.78%。

由此说明，相对于传统加权方法，本文所提出的

EEMD-LASSO-VWHM 方法，通过充分发挥 GA 的

全局搜索能力，根据历史数据的预测表现来进行动

态赋权，可以更准确地捕捉每个模型预测效果的变

化，从而对各个预测模型权重进行及时调整，最终

得到更为准确的预测结果。 

 

图 6 组合变权模型权重 

Fig. 6 Weights for each model in VWHM 
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表 5 变权预测模型与传统加权预测模型误差分析 

Table 5 Error analysis of variable weight prediction model 

and traditional weighted prediction model 

 

图 7 不同对比模型的 1 步预测结果 

Fig. 7 One-step prediction results of different contrast models  

 

图 8 不同对比模型的 2 步预测结果 

Fig. 8 Two-step prediction results of different contrast models 

 
图 9 不同对比模型的 3 步预测结果 

Fig. 9 Three-step prediction results of different contrast models 

7.3 模型运行时间对比  

本文所涉及的模型运行时间如表 6 所示。 

通过表 6 可以看出，本文提出的组合变权模型

相较于传统的回归模型以及其他对比模型运行时间

更长，这是由于组合模型计算复杂性更高，需要更

多的时间进行训练和建模。 

表 6 各模型运行时间比对表 

Table 6 Running time of each model 

预测模型 1步 2步 3步 

ARIMA 32.96 29.04 29.3 

BPNN 9.32 9.24 9.43 

VWHM 91.92 89.29 90.48 

EEMD-GRNN 19.88 19.83 19.79 

EEMD-LSTM 9.53 9.46 9.47 

EEMD-LASSO-TWHM 22.91 22.69 22.46 

EEMD-LASSO-VWHM 98.49 95.64 97.56 

8   结论 

本文提出了一种基于数据预处理和变量选择的

变权组合风速预测模型。经案例分析表明：通过

EEMD 能够实现对原始风速数据的有效分解，为预

测模型提供更多输入信息，降低了数据的波动性。

同时进一步通过应用LASSO对输入变量进行筛选，

为预测模型提供了更为准确的输入变量。案例分析

表明，基于 EEMD 的预处理方法以及 LASSO 的变

量筛选方法可以很好地提高组合预测模型的预测效

果。相对于传统加权预测模型，EEMD-LASSO- 

VWHM 通过根据历史预测表现动态赋权的方法，

更为有效地利用不同模型的优势特征，提高了预测

精度。本文所提出的 EEMD-LASSO-VWHM 模型能

够敏锐地识别风速的变化趋势，为决策者提供更为

准确的风速预测数据，是一种具有较好预测表现的

预测模型。 
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