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基于栈式相关性稀疏自编码的电力通信网故障诊断 
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摘要：针对电力通信网故障的特征自学习提取与诊断问题，提出一种栈式相关性稀疏自编码(Stacked Relational 

Sparse Autoencoder, SRAE)深度神经网络的电力通信网故障诊断方法。将电力通信网中 MIB(Management 

Information Base)变量状态数据编码为二进制序列作为训练数据，浅层单一的自编码网络对故障的自学习、特征提

取能力不足。因此，首先将稀疏性限制和输入数据相关性限制融入自编码网络，构成相关性稀疏自编码神经网络

(Relational Sparse Autoencoder, RAE)。然后将其层层堆栈，并在最后一层隐含层后添加分类器，构成 SRAE。最后，

以路由器之间的连接故障为例进行仿真实验。实验结果表明所提出的故障诊断方法准确率平均值达到 99.625%，

具有较高且稳定的诊断准确性。 
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Abstract: Aiming at the self-learning of fault feature and fault diagnosis in power communication network, a fault 

diagnosis method based on Stack Relational Sparse Autoencoder (SRAE) deep neural network is proposed. Considering 

that Management Information Base (MIB) data in power communication network is encoded into binary sequence as 

training data, the self-learning and feature extraction ability of shallow single autoencoder is insufficient. Therefore, the 

sparsity restriction and input data relational restriction are integrated into autoencoder to form a Relational Sparse 

Autoencoder (RAE); Then, it is stacked layer by layer, and the classifiers are added after the last hidden layer to form a 

SRAE; finally, a simulation experiment is carried out with the connection fault between routers. The experimental results 

show that the average accuracy of the proposed method is 99.625%, which has high and stable diagnostic accuracy. 
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0  引言 

为了保证电力系统的安全稳定运行，电力通信

网应运而生，其安全性和可靠性要求较高[1-2]。通常

电力通信网的故障诊断需从数量大、冗余度高、完

整性差的告警信息中挖掘，从而实现诊断并辅助预 

 

基金项目：山西省重点研发计划重点项目资助(201703D 

111027)；国网山西省电力公司科学技术项目资助 

测网络故障。 

当前电力通信网的故障诊断主要基于故障依赖

关系[3-4]、贝叶斯网络[5]、模糊逻辑推理[6]、关联规

则[7]等方法，但这些方法多依赖于先验和专家知识，

耗用时间长，资源占用量大。因此，采用具有自学

习能力、减少先验知识依赖的方法很有必要。 

神经网络具有记忆、推理、自学习等特点，在

复杂数据关系推理上很有优势，一直以来应用于电

力通信网故障诊断[8]。文献[9]通过建立 BP 神经网



聂晓音，等   基于栈式相关性稀疏自编码的电力通信网故障诊断                     - 159 - 

络模型，根据期望输出和实际输出差值，反向调节

各神经元之间的权重，最终实现故障诊断与定位。

文献[10]则采用基于模糊神经网络的故障诊断方

法，对故障告警信息进行模糊化后再进行神经网络

训练。文献[11]提出 SOM-BP 的改进方法有效提升

通信网故障诊断的准确度。文献[12]将整体网络划

分为多个子域，对每个子域建立神经网络故障模型

实现故障诊断。以上方法取得了较好的效果，但传

统的神经网络需要大量的故障标签数据，采用有监

督学习方式进行网络训练[13-14]，而在实际电力通信

网中，获取大量故障标签数据难度较大，故采用无

监督学习方式进行电力通信网故障诊断迫在眉睫。 

自编码(Autoencoder, AE)[15-16]是一种无监督学

习神经网络，可提取数据内在特征并将其简明表达，

从而进行简单的分类即可实现故障诊断。自编码属

于浅层网络，学习能力有限，特别在二进制序列为

训练样本的情况下，特征学习效果欠佳。基于此，

论文将稀疏性限制和输入数据相关性限制融入自编

码网络，同时将自编码网络堆栈并添加分类层，构建

出一种栈式相关性稀疏自编码深度神经网络(SRAE)，

进行电力通信网无监督特征提取与故障诊断。 

综上所述，本文提出了基于栈式相关性稀疏自

编码的电力通信网故障诊断方法。采集不同故障状

态下的接口 MIB 数据，将其中变量状态编码为二进

制序列，作为训练样本，避免处理繁杂的告警信息；

针对二进制序列训练样本，构建栈式相关性稀疏自

编码深度神经网络，提升特征提取能力；将所提出

方法通过逐层无监督学习和有监督微调，完成电力

通信网故障特征的自提取和表达，实现了故障诊断。 

1   相关性稀疏自编码的原理 

1.1 自编码的原理 

自编码(AE)是一种典型的前馈式神经网络，分

为编码和解码两个过程，其输入层和输出层具有相

同神经元数，如图 1 所示。AE 学习的是一个输入

输出相同的“恒等函数”，但意义在于学习的隐含层

(通常是节点数更少)是输入层向量的良好表示，起

到了“降维”的作用。 

给定M个输入样本  0,1
n

x ，n为输入向量神

经元的个数。如式(1)所示，通过编码函数 f 对输入

 ix 进行编码操作，映射到隐含层向量    0,1
mi

y ，

m为隐含层神经元个数。 
       i i i

ff s  y x Wx b           (1) 

式中：  fs  为编码过程的非线性激活函数； m nW  

 

图 1 AE 的结构 

Fig. 1 Structure of AE 

和 mb 分别是权值矩阵和偏置向量；  , W b

为编码过程的参数集合。 

然后通过解码函数 g 对隐含层  iy 解码到  ix

的重构表示  ˆ [0,1]
i nx ，如式(2)所示。 

       ˆ i i i

gg s 
   x x W y b        (2) 

式中：  gs  为解码过程的非线性激活函数；
n mW 和 nb 分别是权值矩阵和偏置向量；

 ,   W b 为解码过程的参数集合。其中，解码过

程的权重矩阵 W 被 TW =W 的关系约束，以减少

优化的参数和时间。通过最小化 x和 x̂的损失函数

来寻求最优参数  , ,  W b b ，从而实现 AE 的训

练过程，其损失函数为 

        2

1 1

1 1 1
ˆ

2
, ˆ,

M M
i i

i i

L
M M

J
 

   x x x xW b  (3) 

1.2 稀疏性限制 

一般情况下，当隐含层神经元个数较大时，难

以学习得到输入样本的有效特征，因此，通过给 AE

施加一些其他的限制条件来发现输入数据中的结

构。具体来说，给隐含层加入稀疏性限制，即使得

隐含层神经元大部分值都处于“非激活”状态，那

么 AE 即使在隐含层神经元数量较多的情况下仍可

以提取输入数据的结构特征。 

具体来说，以 Sigmod 激活函数为例，当神经

元的输出接近于 1 的时候认为它被激活，而输出接

近于 0 的时候认为它被抑制，那么使得神经元大部

分时间都是被抑制的限制则被称作稀疏性限制[17]。

加入稀疏性限制的损失函数可定义为 

     sparse
1

, ,
m

j
j

J J KL  


  W b W b     (4) 

式中： 为控制稀疏性惩罚因子的权重； 表示平

均活跃度的目标值，一般是接近于 0 的较小值(如

0.05  )； j 表示中间层第 j个单元的平均活跃

度，可按式(5)计算。 
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    
1

1 M
i i

j j
iM




  y x           (5) 

式中，
    i i

jy x 表示给第 i个训练样本第 j个神经元

的激活度。 

 jKL   表示计算得到的平均激活度和目标

值的差异。由于希望大多数的隐含层神经元“非激

活”以学习到结构特征，所以希望 j 趋近于  。当

j  时，   0jKL    ，否则  jKL   会随着

j 偏离  而逐渐增大。 

1.3 相关性限制 

AE 作为一种基于神经网络的特征提取方法，

在生成高维数据的抽象特征方面取得了巨大的成

功，其通过最小化  ,J W b 来提取特征。然而，它

没有考虑数据训练样本之间的关系，特别是面对二

进制序列样本时，会影响到原数据结构特征的有效

提取
[18]

。为此，将输入数据相关性融入 AE，使其

损失函数包含重构误差和数据关系两部分，如式(6)

所示。 

     

     

 

RAE

2

1

1

, 1 ,

1 1
ˆ

2

M
i i

i

m

j
j

J J

R R
M

KL





  





  

 



W b W b

x x   (6) 

式中：
  iR x 为输入数据相关性表示；

  ˆ i
R x 为

重构数据相关性表示； 为控制数据重构误差和相

关性误差的权重参数。数据相关性可以多种方式建

立，本文
  iR x 是从  ix 和   

T
i
x 乘积出发给出了

数据相关性，则损失函数为 

     

         

 

RAE

2T T

1

1

, 1 ,

1 1
ˆ ˆ

2

M
i i i i

i

m

j
j

J J

M

KL





  





  

 



W b W b

x x x x  

(7) 

综上所述，在 AE 的基础上通过加入稀疏性限

制和输入数据相关性限制条件，来学习到更有效的特

征表达，得到相关性稀疏自编码神经网络(RAE)，其

特征提取能力增强，更适用于电力通信网故障诊断。 

2   栈式相关性稀疏自编码 

2.1 栈式相关性稀疏自编码的预训练和微调 

RAE 仅属于浅层网络，考虑到电力通信网设备

间拓扑结构的复杂性，难以通过浅层网络学习得到

网络故障特征。所以，栈式相关性稀疏自编码网络

(SRAE)的预训练通过将多个 RAE 层层堆叠，组成

了 SRAE 结构，实现无监督故障信息的特征提取，

如图 2 所示。 

 

图 2 SRAE 的结构 

Fig. 2 Structure of SRAE 

完成预训练后，将最后一层隐含层参数作为监

督分类器的输入，应用 BP 算法优化全网络参数，

实现有监督微调，从而提升 SRAE 的性能表现。 

2.2 栈式相关性稀疏自编码的电力通信网故障诊断 

针对电力通信网故障的特征自学习提取与诊断

需求，提出了栈式相关性稀疏自编码(SRAE)深度神

经网络方法。该方法将无监督自学习与有监督微调

相结合，可同时完成网络故障的特征提取与诊断，

克服了传统方法的不足。方法流程如图 3 所示，步

骤可总结如下：首先，获取电力通信网 MIB 数据，

将各数据、故障状态进行编码[19]，并作为训练样本；

其次，确定 SRAE 的隐含层数 N，以无监督的方式

逐层贪婪式训练 N个 RAE，即每一个 RAE 的隐含

层作为下一层 RAE 的输入，直到 N层 RAE 训练完

毕；然后，将最后一层隐含层添加分类器，根据故

障类别，微调 SRAE 的参数，完成网络训练；最后，

利用训练好的 SRAE，结合测试数据，实现电力通

信网的故障诊断，并给出准确率。 

3   实验验证 

3.1 实验数据 

本文以典型电力通信网为例，针对某网络两个

路由器之间的连接故障进行诊断，验证所提出方法

的有效性。本文示例网络如图 4 所示，使用

Cisco2620 路由器与 DCE 设备连接串口的部分故障

样本，采集 MIB 数据，作为实验数据。选择 MIB-II

接口组和 Cisco 私有 MIB 的接口组变量作为输入

量，将接口出现故障的 7 种情况，再加上正常状态，

共 8 种状态情况作为输出项，如表 1 所示。 
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图 3 SRAE 方法的流程图 

Fig. 3 Flow chart of SRAE method 

 

图 4 实验网络拓扑图 

Fig. 4 Experimental network topology 

表 1 接口故障的 8 种状况 

Table 1 8 status of interface fault 

故障类型 样本个数 故障标签 

正常 60 1 

接口中断 60 2 

接口速率不匹配 60 3 

接口缓冲区不足 60 4 

双工模式不匹配 60 5 

链路带宽不足 60 6 

帧协议不匹配 60 7 

接口负载过大 60 8 

自编码方法中，堆叠层数越多特征学习效果越

好，但过深的网络会增大训练难度、陷入过拟合。

经过文献查阅
[20]

和实验测试，本文 SRAE的结构为：

30—16—10—8，网络共有 4 层。相关参数通过实验，

如图 5 所示，选用稀疏性惩罚因子的权重 0.55  ，

相关性限制的权重 0.4  。 

 

图 5 相关参数 

Fig. 5 Related parameters 

3.2 实验分析 

实验中，随机选择 80%的样本用于训练，剩余

样本用于测试。为了减少随机因素，实验重复进行

共 20 次，结果如图 6 所示。可以看出，提出方法

20 次的实验准确率在 96.25%~100%，且仅个别次数

准确率为 99.875%，诊断结果准确率稳定，充分说

明所提出方法可以准确诊断电力系统通信网接口中

的 8 种不同故障。为了比较，使用相同结构的栈式

自编码(SAE)以及单层 BP 诊断相同数据集，实验结

果如图 6。研究诊断结果，可以看出单层 BP 方法

20 次实验的诊断结果准确率为 60%~91.25%，排除

两端结果，多数诊断结果集中在 70%~80%左右。

SAE 方法的 20 次诊断准确率在 23.75%~92.5%，浮

动范围较大，诊断结果准确率不稳定。 

 

图 6 20 次实验中的诊断准确率 

Fig. 6 Diagnostic accuracy in the 20 experiments 

从定量和学习方式的角度比较三种方法，计算

20 次的平均诊断准确率和标准差，如表 2 所示。可

以看出，在精度方面，提出方法的准确率最高，其

平均准确率为 99.625%，而 SAE 的平均准确率仅为
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62.375%；在稳定性方面，提出方法的准确率标准

差仅为 0.919 5%，较稳定，而 SAE 的标准差高达

19.373%，最不稳定；在学习方式方面，提出的方

法采用无监督学习和有监督微调形成的半监督学习

模式，只需要少量标记数据即可以完成整个网络训

练，而 BP 方法虽然展现出其他两种方法折中的准

确率和稳定性，但其为有监督学习，训练过程需要

大量的标签数据。 

表 2 20 次实验的诊断结果 

Table 2 Diagnostic results of the 20 experiments 

方法 平均准确率/% 准确率标准差/% 学习方式 

SRAE 99.625 0.919 5 
无监督学习+ 

有监督微调 

SAE 62.375 19.373 
无监督学习+ 

有监督微调 

BP 77.125 8.867 6 有监督学习 

进一步，比较三种方法的特征自学习提取能力，

利用主成分分析提取特征的前三个主成分，并可视

化，如图 7 所示。图 7(a)为 BP 方法提取特征的主

成分散点图，可以看出，各个故障特征的散点没有

呈现规律性的聚集模式，不同故障类型散点相互交

错，说明 BP 方法特征提取能力一般；图 7(b)为 SAE

方法提取特征的主成分散点图，各类故障特征的散

点呈聚集模式，但类别之间有相互交叉的情况，说

明针对二进制序列为训练样本时，SAE 的特征提取

能力明显有限；图 7(c)为提出方法的特征散点图， 

 

 

 

图 7 特征自学习提取对比 

Fig. 7 Contrast of feature self-learning extraction 

可以看出同一类故障特征的散点图聚集在一起，而

不同类别的故障又有效分开，因而可取得良好的诊断

准确率，在电力通信网的故障诊断方面更具有优势。 

4   结论 

针对电力通信网故障的特征自学习提取和诊断

问题，将稀疏性限制和相关性限制融入自编码网络

中，提出了栈式相关性稀疏自编码；并将其堆栈后

添加分类器，逐层无监督训练结合有监督微调，可

实现电力通信网故障的特征自学习和诊断。以接口

为例，实验验证和对比分析说明了所提方法具有良

好的特征提取能力和诊断精度。 
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