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基于 GA 优化 SVM 的风电功率的超短期预测 

刘爱国，薛云涛，胡江鹭，刘路平
 

(南昌大学信息工程学院，江西 南昌 330031) 

摘要：研究风电功率预测技术对于减轻其输出电能的随机性对电力系统的影响具有重要意义。首先结合风电监控系统数据库

中的历史功率数据和环境参数形成样本数据，同时采用遗传算法优化该模型的核函数类型、核函数参数及错误惩罚因子等参

数，建立了 GA-SVM模型，提高了模型参数组合优化选择的效率和预测精度。最后结合实例验证，并与标准SVM方法和BP神

经网络方法比较。预测效果表明：所提出的 GA-SVM 优化模型在超短期风电功率预测上具有更优的学习能力和泛化能力。 
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Ultra-short-term wind power forecasting based on SVM optimized by GA 
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Abstract: Research on wind power prediction technology is of great significance for mitigating the effects of randomness on the 
output power of the power generated by the system. First of all, the sample data is formed combined with wind power monitoring 
system of history in the database data and environmental parameters, at the same time genetic algorithm is used to optimize the model 
parameters, such as kernel function type, the kernel function parameter and error warning factor. The GA-SVM model is established 
which improves the efficiency of the model parameter combination optimization choice and the prediction precision. At last, based on 
the example verification, the standard SVM method and BP neural network method are compared. Prediction results show that the 
proposed GA-SVM optimization model on the ultra-short-term wind power prediction has a better learning ability and generalization 
ability. 
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0 引言 

风电系统输出功率的波动性和间歇性对电网的

电能质量及其稳定性将产生较大的影响，且给电网

调度带来了困难与挑战，在目前建设坚强智能电网

的背景下，风电场功率预测是有效的解决途径[1-3]。 
文献[4-6]分析了风电场的动态特性，并从机理

分析进行物理建模，但整个建模过程复杂且在实际

风场中部分参数测取困难，所以实际预测精度难以

保证。文献[7]通过从分段函数和整体建模两个角度

比较各种模型的准确程度，得到了基于灰色模型的

风电功率特性曲线的函数模型，但仅适合在线运行，

另外，为了减小突变点的误差，需要收集更多的风

速时间序列数据。文献[8]提出了运用聚类方法对历

史风速数据进行处理，实现了历史数据的自动分类，

并按照相似度最大的原则，选择合适的训练样本, 

运用时间序列方法建立风速预测模型，预测精度虽

有提高，但对数据的挖掘技术提出了更高的要求。

文献[9]从分析风速序列的非线性和非平稳性特征

出发， 将一种基于聚类经验模态分解(EEMD)和最

小二乘支持向量机(LSSVM)的组合预测模型引入到

风速预测中，但其没有考虑核函数的选取对LSSVM
预测精度的影响。文献[10]构造了用于风速序列预

测分析的迟滞神经网络，并采用卡尔曼滤波方法将

其与ARMA模型相融合，实现了风速序列的混合预

测，但只能在有效范围内减小了单一预测机理造成

的误差积累。文献[11]提出了一种基于连续时间段

聚类的支持向量机风电功率预测方法，在准确度和

稳定性上都有了一定提升，但其指定分类方案需随

应用环境而不断改变。文献[12]总结了目前国内外

对风电功率波动特性的不同描述方法和量化指标，

归纳了多台风机组成的风场对输出功率波动的平滑
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作用和规律，但是其量化指标对持续时间的考虑较

少，没有重视波动持续时间的影响，因此对风电功

率在不同时间尺度上的波动情况分析还存在一定的

缺陷。文献[13]针对光伏电站日前小时短期出力预

测问题，提出一种基于集合经验模态分解和支持向

量机的EEMD-SVM 组合模型预测方法，但分解方

法依赖经验判断，给预测精度带来了一定的不确定

度。目前常用的预测方法大都是统计模型与物理模

型的结合，统计模型在短期和超短期预测中有着较

大的优势，又由于物理模型往往模式固定，训练时

间长，对硬件要求高，对其优化较困难。故如果对

风电场功率短期及超短期预测的统计模型算法进行

研究，预测精度和预测的适应度会有相应改善。 
针对目前的研究现状，本文结合支持向量机非

线性拟合及小样本学习的优势，并针对 SVM 参数

的寻找仅凭借经验在寻优方面的问题，提出了采用

遗传算法优化模型核函数、核函数参数和错误惩罚

因子等参数的方法， 建立了 GA-SVM 超短期风电

预测模型。以期提高其运算速度与预测精度。 

1  SVM 方法原理 

支持向量机的回归预测模型最大的优点就是能

有效地克服常用预测方法预测结果偏差过大和存在

学习、维数偏高带来的计算问题以及局部极值等问题，

可为风电功率预测系统提供一个可靠的预测模型。 
1.1 支持向量机回归基本理论 

 回归问题即是根据一个新的输入数据样本 x，
推断得到它对应的实数输出 y。规定的数据样本集

合为     , , , ,i i l lx y x y 。其中： , ,n
i ix R y R   i   

1,2,3, , l 。寻找 nR 上的一个函数 ( )f x ，继而用 x
所对应的 y值。 

SVM 估计回归的基本思想是通过一个非线性

的映射将输入空间的数据 x映射到高维特征空间 G
中，并在这个空间进行线性回归。 

给定的样本数据值为 { , }i ix y ， 1,2,3, ,i    
( , )n

i is x R y R  。其中 iy 为期望值； s为数据点的

总数。 
SVM 通过引入损失函数来解决回归问题。本文

采用函数 ( ) [ ( )]y f x w x b   。对优化目标取极值 
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式中：C为错误惩罚因子； i 和 i 为松弛因子；
为损失函数。损失函数可用稀疏数据点表示决策函

数。引入具有良好效果的损失函数： 
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引入拉格朗日乘子 ia 和 ib ，把凸优化问题简化

为最大化二次型。 
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式中：C用于控制模型的复杂度和逼近误差的折

中，C越大，拟合度越好； 用于控制回归逼近误

差和模型的泛化能力。 
用支持向量回归解决非线性问题时，主要采用

的程序是经过某种变换函数将非线性的数据变量映

射到高维数据空间，然后再对这个高维的特征空间

进行线性回归。而实现这种从低维到高维的转换是

通过核函数      , i ik x x x x  实现的。常用的核

函数如表 1 所示。引入核函数代替内积计算后，优

化目标整合为 
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表 1 常用的核函数 
Table 1 Common kernel function 

序号 名称 表达式 

1 线性核函数    ,k u v u v   

2 多项式核函数     , 0
dk u v r u v coef    

3 REF 核函数    2, expk u v r u v    

4 Sigmoid 核函数     , tanh 0k u v r u v coef    

1.2 SVM 预测方法 

对于时间序列 1 2 3{ , , , , } 1,2,3, ,nx x x x i n，  ，

{ }nx 是预测的目标值，建立自相关输入与输出

{ }n ny x 之间的映射关系： mR R ，m为嵌入维

数。得到用于支持向量机学习的样本为 
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 回归函数为 
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 第一步预测为 
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式中： 1 1 2{ , , }n m n m n m na x x x       ，得到一个样本

2 2 3 1{ , , , , }n m n m n m n na x x x x        ，因此 2nx    
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经推导可得
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式中， 1 1{ , , , }n m l n m l n m l n lx x x x          。 

2  基于遗传算法优化 SVM 的实现 

支持向量机的核函数是将非线性可分样本转换

到线性可分的特征空间，不同的核选择使 SVM 产
生的分类超平面不同，因此核函数的改变会使

SVM 产生较大的差异性，对 SVM 的性能有直接

的影响。而核函数参数 r的改变实际上是改变映射

函数参数，改变了函数关系，从而也改变样本映射

特征空间的复杂程度，所以 SVM 性能的优劣较大

程度也受到核函数参数 r 的影响[14-15]。同时，惩罚

因子C是实现在错分样本比例和算法复杂程度之间

的折衷，在确定的特征子空间中调节学习机器置信

范围和经验风险的比例，对 SVM 的泛化推广能力

也有较大的影响[16-17]。基于以上分析，针对当前

SVM 参数选择技术存在的不足，本文试图实现同

时对 SVM 核函数、核函数参数和错误惩罚因子参

数组合的选择和优化，以期提高参数选择速度和效

率，提高 SVM 学习能力和泛化能力[18]。由于遗传

算法是一种借鉴生物界自然选择和自然遗传机制的

随机搜索算法，被广泛用于解决优化问题。它的优

越性主要表现在：具有群体搜索和内在启发式随机

搜索的特性，不易陷入局部最优；遗传算法固有的

并行性和并行计算的能力，非常适用于大规模并行

计算。本文选取该算法对 SVM 参数组合进行优化。

总结归纳 GA(Genetic Algorithm)优化 SVM 预测求

解过程的实现流程图如图 1。 

样本矩阵

参数编码和初始种群的形成

计算适应度

是否满足最大迭代次数
或小于给定的精度？

计算终止，解码获取最优参数

预测与比较

选择、交叉和变
异等操作产生新

一代种群

是

否

数据预处理

 
图 1 优化及预测流程图 

Fig. 1 Optimization and forecasting flowchart 

 第一步：数据预处理。对于风电历史功率，通

过小波分析去噪声处理不良数据和缺失数据。对于

环境参数，本文采集风速，风向，大气温度、大气

压等。 
第二步：形成样本矩阵。构造模型训练样本、

训练目标、测试样本和测试目标，并写成满足运行

需要的矩阵形式。其中，为不忽略众多环境因素对

预测的影响，把风速、风向、大气温度、大气压一

起作为模型的输入数据，即训练样本和测试样本，

而以历史功率数据作为预测输出值，即训练目标和

测试目标[19]。 
第三步：编码和初始种群的产生。在本文中，

对支持向量机的核函数类型、惩罚因子和径向基核

参数采用了二进制编码方式对其进行编码，且初始

种群是随机产生的。 
在编码设计时核函数选型编码为其所对应的序

号采用两位二进制编码，对应核函数类型如表 1 所

示的四种类型; 核函数参数 r和惩罚因子 C在取值

范围采用二进制编码，编码分别为 1t 位和 2t 位的二

进制串，将 2 1 2t t  位二进制编码组合就得到个体

染色体基因串，如图 2。 

核函数选型 核参数r 惩罚因子C

C0 C1 C2 C3 ...
1 1tC  1 2tC  1 2 1t tC  

  
图 2 基因串结构示意图 

Fig. 2 Gene string structure 

第四步：计算适应度。定义测试样本的平均相

对百分比误差MAPE作为适应度函数，评价种群。 
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式中：N表示预测个数； tp 表示实际功率值；
^

tp 表

示预测功率值。并根据个体的适应度值和选择原则

选择进入下一代的个体。 
第五步：采用交叉、变异等遗传算子对当前一

代种群进行处理后产生下一代群体。 
第六步：判断终止条件是否满足。若满足则进

入一下步，否则转到第四步继续执行；继而得到使

得模型最优化的一组支持向量机参数。 
第七步：预测与比较。使用对应的支持向量机

的最优参数来实现预测，并用平均相对百分比误差 

MAPE评价预测性能，最后与传统方法进行综合比

较。 

3   实例分析 

预测系统的样本数据包括风电监控系统数据库

中的历史功率数据和环境参数。风电机组数据取自

国内某风电场采集与监控系统(SCADA)，采集数据

以 15 min为记录间隔， 将 2012 年 8 月 24 日至 2012
年 9 月 10 日期间的数据作为训练集，将 2012 年 9
月 11 日至 2012 年 9 月 17 日的数据作为测试集。预

测提前 15 min 风电场超短期出力，并实现滚动预

测。最后与该风力发电场预测时刻相同时间点的实

测运行数据对比，采用平均相对误差(MAPE)评价分

析模型的精确度。如表 2 所示。 

表 2 标准 SVM 与 GA-SVM 预测结果对比 

Table 2 Comparison between standard SVM and GA-SVM prediction results 
SVM 参数 

预测类型 
核函数类型 核函数参数 错误惩罚因子 

训练正确率/% 预测准确率/% 

1  10 81.5 84.33 

2 1 10 92 85.45 

3 10 1 74 73.75 
经验选择 

4 1 10 67.4 94.53 

GA 优化 2 7.35 14.91 99.5 99.47 

从表 2 可以看出，基于遗传算法优化支持向量

机模型的预测结果，无论是训练准确率还是预测准

确率，都优于经验选择参数的标准支持向量机，可

以认为优化支持向量机的性能从整体上要优于标准

支持向量机。图 3 为 GA-SVM 的预测结果图。 

 

图 3 风能发电功率预测曲线 

Fig. 3 Power generation forcasting curve 

为了验证采用 GA-SVM 算法的优越性，在保证

实验数据不变情况下，同时分别采用标准 SVM 和 

BP 神经网络进行风电功率预测。得到预测数据与实

际风电值的误差如图 4 所示。 

 
图 4 预测误差曲线 

Fig. 4 Forcasting error curve 

由图 4 可知， SVM 和 GA-SVM 要预测的稳定

度较高，而且经过 GA 优化后的 GA-SVM 预测精度

也有明显提高。为了精确计算出各情形中风电功率

预测的误差值，本文采用了平均相对百分比误差

MAPE评价预测性能，如表 3 所示。 
在以上三种方法的风电功率中，通过对平均相

对误差计算可以看出，经 GA 优化后的 SVM 预测
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模型的预测能力是最好的，其平均相对百分比误差

要比 SVM 要低出约 4.0951%，较 BP 神经网络约低

11.835%。 
表 3 各预测方法误差 

Table 3 Forecasting errors 
方法 GA-SVM SVM BP 神经网络 

MAPE /% 0.530 4 4.625 5 12.365 4 

4   结论 

本文针对如何降低风电并网对电网的安全经济

运行影响的问题，采用风电监控系统数据库中的历

史风电功率数据和环境参数作为实验数据，并考虑

到 SVM 的核函数、核函数参数 r和错误惩罚因子

C等难以确定的问题，提出了 GA 优化后的 GA-SVM 
预测模型。结合实例验证，并与标准 SVM 方法和

传统 BP 神经网络方法比较，得出本文提出的 GA- 
SVM 参数优化模型的学习能力和泛化能力更优，

平均相对百分比误差要比 SVM 要低出约 4.0951 %，

较 BP 神经网络减少约 11.835%。 
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